


UNIVERZITA KONSTANTINA FILOZOFA V NITRE
PEDAGOGICKA FAKULTA
Katedra pedagogickej a Skolskej psychologie

STATISTIKA PRE ZACIATOCNIKOV

Zaklady statistickych analyz pre Studentov ucitel'stva

Eva Ballova Mikuskova

NITRA 2025






Nazov: Statistika pre za¢iato¢nikov.
Zaklady statistickych analyz pre Studentov ucitel’stva

Vydanie: druhé
Autor: PhDr. Eva Ballova Mikuskov4, PhD.
Recenzenti: Mgr. Michal Kohut, PhD.

Prof. Peter Halama, PhD.

Vsetky prava vyhradené. Toto dielo ani Ziadnu jeho ¢ast’ nemozno reprodukovat
bez suhlasu majitel'ov prav.

Schvélené edi¢nou radou Pedagogickej fakulty Univerzity Konstantina Filozofa
v Nitre.

ISBN 978-80-558-2326-3 (online verzia)



LU LY 0 0 N 8
2 STATISTIKA.....cuiuieecceceeeeeessssss s sssa sttt ettt st ss e e e e e e nns 10
2.1 ZAKLADNE POJMY c.oiriiitieiirieeitee st e st e st sn e st esne e sre e s neesene e sneesene e sneesaneesneesane 11
2.2 AKO POCITAT STATISTIKU (STATISTICKE PROGRAMY) ...uveeiurieeieesreeereesreeenseessseeesseeanes 15
2.2.1 3 (o= USRS 15

2.2.2 Y 2 PP PP PPPPPPPPPPPPPPPPPPPIRt 15

2.2.3 Volne dostupné Programy .............eeecceeeeeeiueeeeciieeeeeiieeessvieeeesvsaessnnns 15

2.24 Al (UMEIG iNteliGENCIQ) ......c..veeveeeeeeeeieeeiiesiieeiiesceeeseeeseeeeeesseeessea s 16

3 ORGANIZACIA DAT ...ttt e s s sss st essssassasasnse 17
3.1  PRIPRAVA A KONTROLA DAT...ceiiiuriieiiirieeiirteeeiirete s et e snreeessreeesesne e e ssnneeesnneeeeas 17
3.2 ZMENA UROVNE. .. uttiiutteritteetee st e st e st e st e st e s bt e st e s ne e s re e sbeesareesneesaneesneesane 19

4 ZOZNAMTE SA, JASP ....cecuimiiicrsiriiessssisessssastsesssssstssssssssasssssassssssssssasnssns 21
4.1  OTVORENIE DATOVEHO SUBORU. ... .eeerreieirerriieiresiteesiressieeesiressieeesiresssneesaneesnnee s 21
4.2 TRANSFORMACIA DAT ..eviiiiiiiiiiiiic it e 23
4.2.1 Re-KOAOVANI@ UGt ....cccuvvesieeeiiesiieeiiestesiee sttt saessaee s 26

4.2.2 Vypoclet Novych Premennych ............cccceeeeecueeeeeciieesiieeessieeeeeieeaeeses 29

5 DESKRIPTIVNA STATISTIKA.......ccoteicmniensnnnicssssatssssssssssssssssssssssasssssssassasns 31
5.1  MIERY POLOHY (CENTRALNEJ TENDENCIE) 1euuvveeeirreeeeiirreeeereeeesirreeeensseeesssseeessseaeans 31
5.1.1 PLIEMEE (M, X) vttt ee e eeeaa et e e eesaeaeeeaeeen 32

5.1.2 MEIGN (M) ..ottt e e e staa e e evaea s 33

5.1.3 MOAUS (M) oottt ee ettt e e eee st ae s eesssaaes 34

5.2 IMIERY VARIABILITY 1uuvriiiirtiesiirtiesninee e sinee e sret e s s e ssan e s s sra e e s sine s snnnesssnaeeeeas 34
5.2.1 2{0 7.4 e Lo | 1 -2 UUT S PSPPRRRN 34

5.2.2 Rozptyl (6%) a standardnd odchylka (SD; 8).....oeeeeeeeeeeeeeivieieeeeeaerne, 35

5.2.3 DiStIIDUCIA AAL........oeeeeeeiieeieeeieeeeeeeeet sttt 36

5.3 VYPOCET DESKRIPTIVNYCH STATISTIK teuuveeureeereeririesieesireeeteesreesneesreeeneesneeeneesane 42



6 RELIABILITA . ..ceettetiiiintentieiiinnnennnttesissssnnssessssssssnssnsessssssssssnnssssssssssssnnnnnes 48

6.1 VYPOCET VNUTORNEJ KONZISTENCIE t.uuveeureeeureerureesseesureesnneesseesnseesseesnseesaseesnseenane 51

7 INFERENCNA STATISTIKA — UVOD DO TESTOVANIA HYPOTEZ..........cccovuruncnee. 54
7.1 PRAVDEPODOBNOST ..cutttttieuteutentertetestestesueeseenseneatessessessesseensensensessessessesseensensan 54
7.2 TESTOVANIE HYPOTEZ.c..eiuieterueeueeutetetestestesueeseessenseteseesbesbeebeesseeenseseesbesnesnesneenean 56
7.2.1  StQtiStICKG VYZNAMNOSE .......oeeeeeeeererveveveeseeeeeeeeetetetsiees s ssenesasens 56

7.2.2 CAYDY tYPU I G L.t e e et e e eaaaesraea s 59

7.2.3 Velkost efektu G SilQ.........cc.cooveeeeeieniieiieeeeeeeeeee e 60

8 TESTOVANIE ROZDIELOV (TESTOVANIE POMOCOU T-TESTOV) ....ccovcumeerrrrnns 63
8.1  T-TEST PRE JEDEN VYBER(ONE SAMPLE T-TEST) t.vveuveurereeruenrersessesneeneesensensessessesseeneenes 64
8.1.1 Vypocet t-testu pre jeden VYDEr ...........cuweccveeeeevieeeeeiieeeasirieeesiivsaeenns 64

8.2 STUDENTOV T-TEST PRE DVA NEZAVISLE VYBERY....ccuveeierirereraireeesneeeeesireeeseereeesnneeas 66
8.2.1 Vypocet t-testu pre dva nNezavislé vybery...........ccccceevveeeecieeeeeciveaennnn, 67

8.2.2 Mann-WHhitn@YR0 U teSt ........coccueeeeeenieeriieiieeeieeseee et 71

8.3 STUDENTOV T-TEST PRE DVA ZAVISLE VYBERY (PAROVY T-TEST) eeveeviuireeerrreeeenreeeennnen 72
8.3.1 Vypocet t-testu pre dva zAViSIE VYDery...........cccccuveeeceeeesiiireeeiivaennnn, 73

8.3.2 Wilcoxonov test (neparametrickd alternativa) ...............ccocuveeevveennen. 74

9 ANALYZA VARIANCIE......ciuriimcurniesssseiesessasssssssssssssssssssssssssssssssssssassasssssass 76
9.1  VYPOCET ANALYZY ROZPTYLU PRE JEDEN FAKTOR ...everrueierirennneienireenieeeniressnneesineesnneens 77
9.2 POST-HOC TESTY .uveuteutererseneeressentesersentesessentesessensesessensesessensesessensenessensenessensenessen 80

10  KORELACIE (TESTOVANIE TESNOSTI VZTAHOV)....cceiveeeecereiieeeeeeesneeenenanas 83
10.1 VYPOCET KORELACNES ANALYZY ..uveeirieeireenireeereesreeeieesnee e sneeesnnesnesesmnesnees 85
10.2 MOZNE PROBLEMY ..couviiiiiiiiiiiniieiiiei ettt sine s siae st ssn e sane s 88

11 REGRESNA ANALYZA ..ottt sssssssssssssasasssasssssassssssssssssssacs 91
11.1 VYPOCET LINEARNEJ REGRESNEJ ANALYZY ..ccuviiiniirririiieiieeeiee e esine s 94

12 TESTOVANIE POMOCOU CHI-KVADRATU ......cceiuimiureriririrerereseeeeesssssaeaes 97
12.1 VYPOCET CHI-KVADRAT TESTU ..cuuviiiirieiiienrie ittt sane e 99
12.1.1 Chi-kvadrat test dobrej Zhody .............cccueeeeeeeeeecieeeeciieeeeceeeenn, 100



13
14

12.1.2 Chi-kvadrdt test NEZAVISIOSTi ..........eeeeeeeeeeciirveiieeeeeeiiirreeeeeeeesiinveens

PREHLUAD ANALYZ.......ocoeeevieeeeseeeseeessesssesssesssssssssssssssssssssssssssssssssssssssssssssens

REFERENCIE



Uvod

V rukach drzite druhé rozsirené vydanie Statistiky pre za¢iatonikov, uéebnicu
zakladov Statistickych analyz pre Studentov ucditel'stva aktualizovani pre verziu
Statistického programu JASP 0.95.2.0. arozsiren o niektoré poznamky a navody,
ktoré sa v prvom vydani ukazali ako mélo rozpracované. Vol'ne dostupné Statistické
programy su vybornou pomockou pre Studentstvo, ktoré potrebuje v ramei svojho
Studia analyzovat kvantitativne data. Ked’Zze sa tieto programy rychlo vyvijaju
a aktualizuju, ucebnica par rokov stara uz nepredstavuje spol'ahlivého sprievodcu
na,statistickej ceste* Studentstva. Hoci sa v principe samotné analyzy nemenia,
prostredie, v ktorom s nimi pracuje ano. Preto dufam, Ze vam toto druhé aktualizované
vydanie u¢ebnice bude napomocné.

Statistika nie je medzi laikmi ani medzi mnohymi $tudentmi velmi popularna.
Prva predstava pri pomysleni na $tatistiku je Casto ,,Cisla, Cisla, tabulky, grafy, cisla®.
Popularitu $tatistiky nezvySuje ani skuto¢nost’, ze mnohé uc¢ebnice a knihy o Statistike
s naozaj plné naroénych pojmov, definicii—a na zdesenie mnohych—aj vzorcov,
ktoré sa neraz tiahnu cez niekolko riadkov. Studenti si volia humanitné predmety
z r6znych dovodov, a ked’ sa ich pytam na motivaciu, okrem zdujmu o pracu s l'ud’mi,
pomoc inym, ¢i iné poslanie, ktoré v sebe pocituju, zohrava isti ulohu aj predstava
(trafam si povedat, ze aj zbozné prianie), Ze pri Stadiu sa ,,vyhni*“ matematike
a pribuznym predmetom. Aké hlboké je potom ich sklamanie, ked zistia,
7e K ukonCeniu Stdia potrebuji absolvovat’ predmet Statistika, a dokonca,
7e povacSine potrebuju Statistiku aj redlne aplikovat’ pri vypracovavani zaverecnej
prace. Kazdy rok vidim rovnaky vyraz na tvarach tych niekol'kych studentov, ktori sa
neostychaju navonok prejavit’ svoje zdesenie. A to aj napriek tomu, Ze mnohi z nich
maju vynikajuce predpoklady k vedeckej praci, k vedeckému uvazovaniu, a k tomu,
aby realizovali kvalitné vyskumy vratane Statistickych analyz.

Nastastie, v suasnosti je mozné ucit’ (sa) Statistiku aj inak ako pomocou
memorovania vzorcov, imorné¢ho pocitania a hrabania sa v tabulkach. NielenZe sa
kazdym rokom objavuju rézne Statistické programy, pomocou ktorych je mozné
relativne jednoducho aplikovat’ Statistické analyzy, subezne vznikaju aj publikacie,
ktoré priblizuju Statistiku priatel'skym spdsobom a pomahaji lepsie porozumiet’ tomu,
ako mozno vysledky analyz interpretovat’. Takuto snahu ma aj ucebnica, ktoru drzite
v rukach.

Ak zvazujete, ¢i sa vrhntt’ do vod Statistiky (aj za pomoci tejto uéebnice), musim
vas upozornit, ze k uspokojivému porozumeniu zakladov Statistiky je nevyhnutné



disponovat’ asponi zakladmi metodologie vyskumu. Metodologia a Statistika totiz
k sebe neoddelitel'ne patria, idd ruka vruke na ceste k poznaniu. Ak ste sa
s metodologiou vyskumu doteraz nestretli, odporu¢am vam najskor nastudovat’ si
aspoii jej zaklady, v knihach ako st napriklad Kvantitativny vyskum v pedagogickych
vedach od Tomsika (2017), ¢ Uvod do metodolégie psychologického vyskumu
od Ferjen¢ika (2000) a Metodologia projektovania psychologického vyskumu
od Ritomského (2016). Ucebnica, ktora prave drZite je totiz zamerana na Statistiku,
respektive na zéklady Statistiky v konkrétnom $tatistickom programe. A hoci v uvode
prinaSa struény prehlad metodologickych pojmov, ide skor o pripomenutie
a osviezenie vedomosti, nez o podklad k stadiu metodologie.

Postupne Vv jednotlivych kapitolach predstavim krok po kroku zékladné
Statistické postupy: od ich teoretického vysvetlenia az po praktické vyuzitie. Pre tych,
ktori chctl analyzovat’ data pomocou Statistickych analyz, su v sucasnosti k dispozicii
viaceré programy a prostredia. Od Excelu, cez SPSS, JASP ¢i JAMOVI az
po programovanie v R-ku. V tejto ucebnici sa zameriame na program JASP, ktory je
vol'ne dostupny, uzivatel'sky priatel'sky a relativne intuitivny. Teda ako stvoreny
pre studentov a vSetkych, ktori so Statistikou za¢inaju. Ukazeme si, ako v JASP-e
vypocitat’ zdkladné Statistické ukazovatele (deskriptivnu Statistiku), ako overit’ ¢i st
rozdiely medzi skupina participantov alebo medzi réznymi meraniami vyznamné,
ale aj ako preskimat’ vzt'ahy medzi skimanymi premennymi.

Cielom knihy je priblizit' $tudentom, kolegom aj nadSencom z radov laikov
Statistiku tak, aby sa ich obavy a strach postupne vytratili, aby v sebe nasli nadSenie
(alebo asponi pochopenie) pre moznosti, ktoré im $tatistika pontka v ich vedeckej
praci a aj vrealnom zivote, a hlavne, aby boli schopni samostatne spracovat
a analyzovat’ data vo svojom vyskume a porozumiet’ vysledkom, ktoré ziskaju.

Tato publikacia vznikla vd’aka podpornému prostrediu vedenia Katedry
pedagogickej a Skolskej psychologie PF UKF a jej ¢lenov. Aj pri tomto vydani mi boli
ako im $tatistiku ¢o najvhodnejsie priblizit. Dakujem svojej rodine a blizkym za ich
porozumenie, trpezlivost’ a podporu, ktoré mi ul'ah¢uji moj profesijny Zivot.

V Nitre, 27.10.2025 Eva Ballova MikusSkova



1 STATISTIKA

Statistika je veda =zaoberajica sa zberom, analyzou, interpretaciou
a prezentaciou dat. Statistika sa zaobera hromadnymi javmi, to znamena, Ze subory
udajov zhromazd'uje, utried’uje, analyzuje, charakterizuje a porovnava, a na zaklade
tychto analyz sa snazi vyvodzovat’ v§eobecne platné zavery (Aron et al., 2014; Foster
et al., 2018; Rimar¢ik, 2007). Statistika je v podstate spdsob, akym hl'adame pravdu,
pomaha nam odhadnut pravdepodobnost’, s akou su nase tuSenia ¢i predpoklady
pravdivé arovnako nam pomaha odhadnit’ pravdepodobnost, s akou nejaky jav
nastane v budtcnosti.

Vo vSeobecnosti mozeme Statistiku charakterizovat’ ako odvetvie matematiky,
ktoré sa zameriava na organizaciu, analyzu a interpretaciu skupiny dat, alebo éisiel
(slovo statistika ma eSte iny vyznam, Statistika je aj Cislo, resp. Statisticky udaj,
napriklad priemer skupiny je Statistika, pricom tato a iné Statistiky podnietili vznik
odboru statistika). Pouzivat' Statistiku  a porozumiet jej je potrebné,
pretoze predstavuje spdsob, akym vo vede komunikujeme. SluZi na to, aby sme
prepajali napady a predpoklady s vyuziteInymi zavermi; bez S$tatistiky by nebolo
mozné interpretovat a porozumiet velkému mnozstvu informacii, ktoré¢ st
obsiahnuté v datach (Foster et al., 2018). Predstavte si tabulku s 200 stipcami a 600
riadkami plnu cisiel — v takejto tabulke je mnozstvo dat, no bez Statistického
spracovania data iba tazko prinesu informacie.

Aj Vbeznom zivote mame moznost stretavat’ sa so Statistickymi udajmi.
Napriklad, ked’ ¢itame alebo po¢ujeme, Ze:

- 9710 zubarov odporuca,

- takmer 60% ochoreni suvisi s fajéenim,

- vakcina je u¢inné v 95% pripadov,

- zeny zarobia 80 eur na kazdych 100 eur, ktoré zarobi muz na tej istej
pozicii,

- je 80% Sanca, Ze v miestnosti, V ktorej je 30 P'udi, sa najdu najmenej dvaja,
ktori maju narodeniny v ten isty den.

Statistické tdaje su relativne Gasto prezentované, aby dodali doveryhodnost
roznym argumentom, predpokladom, tvrdeniam, ¢ odporGiéaniam. Statistika ndm
pomaha porozumiet’ zaverom, s ktorymi sa stretneme nielen vo vedeckych vystupoch,
ale aj v beznom zivote.
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Predmetom skumania Statistiky su Statistické jednotky (Statistickymi
jednotkami v spolocenskych a humanitnych vedach st najcastejsie l'udia, pripadne aj
skoly, triedy, organizacie a pod.), ktoré tvoria Statisticky subor.

V ramci vyskumného procesu rozliSujeme tri typy Statistickej praxe: zber dat,
exploraciu dat a Statistické usudzovanie. Zber ddt je predmetom skiimania v ramci
metodologie. Exploracnd analyza ddat predstavuje prvy stupen Statistického
spracovania dat, oznacujeme ju aj deskriptivna alebo opisna Statistika a predstavuje
sposob, ako zobrazit' zakladné charakteristiky skimaného suboru a sledovanych
premennych (Kapitola 4 Deskriptivna Statistika), tyka sa opisu jednotieck vo vzorke
teda opisu konkrétnej skupiny. Statistické usudzovanie uz ide nad ramec deskriptivnej
Statistiky, ide o testovanie hypotéz, zovSeobectiovanie zisteni zo vzorky na celkovia
populaciu, skimanie spolahlivosti zaverov prostrednictvom pravdepodobnosti. Tento
typ Statistiky nazyvame aj inferenéna (induktivna) $tatistika (Kapitola 6 Inferencna
Statistika). Inferen¢na Statistika dava odpovede o na otazky, ako napriklad premenné
sivisia s inymi premennymi, za akych podmienok sa menia hodnoty premennych,
¢i do akej miery sa lisia dve skupiny navzajom.

Navyse, v ramci Statistiky rozliSujeme tri urovne Statistiky, podla toho, kolko
premennych je zahrnutych do analyzy:

1. univariacna Statistika: vramci univarianej Statistiky vyuZzivame
Statistické metody na analyzu jednej premennej,

2. bivarialnd Statistika: vramci Dbivariacnej Statistiky vyuzivame
Statistické metody na analyzu stvislosti dvoch premennych,

3. multivariacna S$tatistika: v ramci multivariacnej Statistiky vyuzivame
Statistické metddy na analyzu suvislosti troch a viacerych premennych.

1.1 Zakladné pojmy

Este predtym, ako sa naplno ponorime do $tatistiky, v kratkosti si pripomenieme
niekol'ko zakladnych pojmov z metodolégie vyskumu, ktoré su klacové
pre porozumenie S$tatistike a Statistickych analyz, respektive pojmy, s ktorymi sa
mozeme pri praci so Statistikou stretnat’. (Pojmy su usporiadané abecedne a definicie
sa opieraji o Coolican, 2019; Dancey & Reidy, 2017; Foster et al., 2018; Hanna
& Dempster, 2012; Kalina et al., 2010; Lichner, 2020; Miles & Banyard, 2007;
Pathak, 2011; Ritomsky, 2015; Tomsik, 2017.)
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Hypotéza. Presné vyjadrenie predpokladaného vzt'ahu medzi premennymi (pricom
vzt'ah je tu chapany v SirSom zmysle slova, t.z. ak aj skimame rozdiely medzi
skupinami, stale skiimame vztah zavislej premennej a nezavislej premenne;,
prostrednictvom ktorej delime vzorku na skupiny).

Experimentalny dizajn. Experiment predstavuje dizajn, pomocou ktorého mézeme
overit’ kauzélne vztahy medzi premennymi, a to tak, ze manipulujeme nezavislou
premennou (pricom vsetky ostatné premenné st kontrolované) a sledujeme vplyv
tejto manipulacie na zavisla premennt (resp. zavislé premenné). Jednym
z hlavnych znakov experimentalneho dizajnu je ndhodné pridelenie participantov
do podmienok nezavislej premennej. Rozlisujeme dva zakladné experimentalne
dizajny: a) vmutrosubjektovy dizajn, kedy porovnavame skore jednotlivcov
Vv jednej podmienke nezavislej premenne;j s ich skore v inej podmienke nezavislej
premennej, a b) medzisubjektovy dizajn, kedy porovnavame skore jednej skupiny
I'udi v jednej podmienke nezavislej premennej so skore inej skupiny l'udi v inej
podmienke nezavislej premenne;j.

Kvazi-experimentalny dizajn. Kvazi-experiment je ,takmer* experiment, ktory
nesplifia niektort z hlavnych podmienok experimentalneho dizajnu. Ide o dizajn
podobny experimentalnemu, participanti v§ak napriklad nie s do podmienok
nezavislej premennej zarad’ovani nahodne (napr. nemoéZeme manipulovat
premennou pohlavie), alebo nezavisla premenna nie je, alebo nemdze byt
kontrolovana (napr. v pripade prirodzené¢ho experimentu).

Meranie. Vlastnost, ktord chceme skimat pomocou merania identifikujeme
v podobe hodnoty (v pripade kvantitativnych znakov hodnota predstavuje zvacsa
numericky udaj).

Populacia. Populacia je zakladny stbor Statistickych jednotiek, pozostava
zo vSetkych moznych o0sob (alebo predmetov), ktoré maji konkrétnu
charakteristiku. Studovat’ celti populéciu je vi¢S§inou nemozné, preto pozorujeme
vybrané Statistické jednotky, ktoré tvoria vzorku (tento proces nazyvame vyber).

Premenna. Premenné st pozorovatelné alebo hypotetické Statistické znaky, atributy,
ktoré sa menia a ktorych zmeny je mozné merat’. Ide o ¢iselnt reprezentaciu
Statistického znaku. Ked premennou manipulujeme, nazyvame ju nezdvisld
premenna (alebo prediktor). V experimente sa pokusame odhalit’ vplyv zmien v
nezavislej premennej na zmeny inych premennych. Tieto premenné nazyvame aj
zavislé, inymi slovami, zavisld premennd je premennd, na ktoru nezavisla
premenna posobi, jej hodnota zavisi od hodnoty nezavislej premennej.
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Premenné mo6zu dosahovat’ rézne hodnoty v uré¢itom rozsahu hodnoty. Premenné
mozeme merat’ alebo kategorizovat’ na réznych tirovniach:

Nomindlna uroveri: kategorialna uroven merania, pri ktorej hodnoty premenne;j
predstavuju kategorie a Statistické jednotky su roztried'ované do tychto
kategorii podl'a stanoveného kritéria. VSetky kategorie st si rovnocenné, nie
je mozné usporiadat’ ich do poradia a nie je mozné realizovat’ s nimi ziadne
matematické operacie. V pripade, Ze ma premenna iba dve mozné kategorie,
hovorime o bindrnej premennej.

Poradova (ordindlna) uroveri: Groven merania, pri ktorej mozno Statistické
jednotky usporiadat’ do poradia vzhladom na velkost ich meranej
charakteristiky. Je mozné urcit’ iba, ktoré jednotky su viacsie ¢i mensie, nie
je mozné urcit’ presné rozdiely.

Intervalova (kardindlna) uroveri: Groven merania, pri ktorej ma kazda Statisticka
jednotka hodnotu v ramci stupnice, vd’aka ¢omu vieme urcit’ presné rozdiely
medzi Statistickymi jednotkami a vykonavat rozmanit¢é matematické
operacie. Ak stupnica ma zac¢iatok v bode nula a hodnoty nemézu klesnut’
pod tento bod, hovorime o pomerovej premennej.

Reliabilita. Reliabilita (konzistencia, presnost’) je miera, do akej mozu byt’ merania
opakované¢ pri zachovani rovnakych (o najpodobnejsich) vysledkov.
Rozlisujeme ¢asovu reliabilitu (stabilita nastroja v ¢ase) a vnitorna konzistenciu
(vsetky polozky meraju rovnaky konstrukt).

Validita. Validita (spol'ahlivost’) meracieho nastroja je miera, do akej nastroj meria
to, na meranie ¢oho bol skonstruovany. Validita experimentu, vyskumného
dizajnu, je miera, do akej sa méZeme spol'ahnut’, Ze vyskumny efekt je skutoény.

Vyskum. RozliSujeme niekol'ko zakladnych typov vyskumu. Podla toho, ¢i mame

dostato¢nu poznatkovu bazu, o ktori by sme opierali hypotézy, rozliSujeme:

Exploraény vyskum. Pomocou explora¢ného vyskumu skimame nejasné javy,
snazime sa o porozumenie konceptom, resp. 0 objasnenie povahy rieSeného
problému. V ramci exploraéného vyskumu kladieme vyskumné otazky.
Vysledkom exploracného vyskumu byva formulacia hypotéz.

Verifika¢ny vyskum. Verifika¢ny, alebo aj potvrdzovaci ¢i konfirmaény vyskum
sluzi na overovanie stanovenych hypotéz (stanovenie hypotéz predpoklada
Vv danej oblasti existenciu primeranej poznatkovej bazy).

Podrla dizajnu vyskumu, vyskumného planu d’alej rozliSujeme:

13



Deskriptivny vyskum. Cielom vyskumu je zorientovanie sa v problematike,
popisanie stavu veci, javov.

Korelacny vyskum. Korela¢ny vyskum slizi na overenie vztahov medzi dvoma
alebo viacerymi premennymi.

Komparaény vyskum. Komparacny, alebo porovnavaci vyskum sa zameriava na
skiimanie pripadnych rozdielov medzi vyberovymi stibormi alebo medzi
premennymi.

Kauzdlny vyskum. Cielom kauzidlneho vyskumu je hladanie pric¢innych
vztahov, pri realizicii kauzalneho vyskumu je potrebné pouzit
experimentalnu metodu.

Longitudinalny vyskum. V ramci longitudinalneho vyskumu sa sleduju zmeny
V premennych v jednom stibore v priebehu Casu.

Vzorka. Vyberovy stibor, alebo vzorka predstavuje typickt Cast’ populacie, ktora sa
vybera na zaklade urcitych stanovenych charakteristik.

Nezavislé vzorky. Nezavislé vzorky su také vzorky, v ktorych su rdzne Statistické
jednotky (najCastejSie sa jedna o rdéznych l'udi). To znamena, Zze
Vv nezavislych vzorkach st také jednotky, ktoré mézu byt iba v jednej z nich
a nie v inej. Napriklad mame nezavislé vzorky muzi a Zeny. Jednotka
(osoba), ktora sa nachadza v jednej skupine, sa nemdze zaroven nachadzat’
aj v druhej skupine.

Zavislé vzorky. Zavislé vzorky st také vzorky, v ktorych sa nachadzaji rovnaké
Statistické jednotky (rovnaki I'udia), no premenné, ktoré u nich sledujeme su
zachytené za r6znych podmienok (navodenie pozitivnej nalady — navodenie
negativnej nalady: u tej istej skupiny) alebo v r6znych ¢asovych obdobiach
(ta ista skupina pred kurzom — po kurze).
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1.2 Ako poéitat Statistiku (Statistické programy)

Data z vyskumu mozno spracovavat’ viacerymi spdsobmi. Casy, kedy sa data
analyzovali a spracovavali ,,ruéne®, teda formou pero — papier, si davno prec.
V sti¢asnosti mame mnoho moznosti, ako s datami pracovat’, od Excelu, cez rozne
vol'ne dostupné Statistické programy, az po licencované Statistické programy.

1.2.1 Microsoft Excel

Pre Studentov bol donedavna najdostupnejsi Microsoft Excel (d’alej iba Excel).
V ramci Excelu sa zakladné §tatistické analyzy nachadzaju v zalozke Udaje (Data)
v nastroji Data Analysis, ktory je vSak doplnkovy a je potrebné si ho manualne
doinstalovat’.

Vyhodou Statistického spracovania dat v Exceli je okamzita editacia
a formatovanie vystupov — tabuliek, ako aj jednoduché vytvaranie grafov. Napriek
tomu Excel nie je vhodny pre vsetkych. Statistické analyzy v Exceli vyzaduji
od uzivatela, aby mal minimalne zakladné znalosti a skusenosti s pracou v tomto
tabul’kovom prostredi. To predpoklada aj porozumenie logickych krokov pri zadavani
funkcii na vypocet jednotlivych analyz. Bez tychto znalosti je Excel ako Statisticky
program skor trapenim ako pomocou.

1.2.2 SPSS

Velmi c¢asto v odbornych kruhoch pouzivany aoblibeny, hoci najmenej
dostupny kvoli svojej cene, je licencovany program SPSS. Ide o modulovy program,
ktory moézu pouzivat' tak zaciatoCnici ako aj skuseni vyskumnici. Program sa
vyznacuje Sirokym spektrom Statistickych metdd, vramci ktorych je mozné
nastavovat’ jednotlivé poziadavky a tym prispdsobit’ analyzy potrebam vyskumu.
Je relativne uZzivatel'sky priatel'sky a intuitivny.

1.2.3 Vol'ne dostupné programy

Vzhl'adom na relativne vysSiu uZzivatel'ski naro¢nost’ Excelu a finan¢nu
naro¢nost’ SPSS, sa v poslednych rokoch objavili iniciativy viacerych nads$encov,
aich vysledkom je niekol’ko vol'ne dostupnych Statistickych programov, ktoré staci
jednoducho stiahnut’ a nainstalovat’. Vyhodou tychto programov, alebo aplikacii, je,
7e sa neustale aktualizuja a dopliiaji, asto na podnet samotnych vyskumnikov
a Studentov. Medzi tieto programy patria napriklad R, JASP, JAMOVI, ¢i PSPP.
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Jednym z najpopularnejich volne dostupnych softwarovych nastrojov je R
R oznacuje programovaci jazyk aj prostredie, v ktorom mozno vykonavat’ Statistické
vypocty a operacie. Svojou otvorenost'ou a mnozstvom balikov pre rdzne typy analyz
je velmi popularny, nickoho vSak moéze odradzat ,,programovanie” potrebné
pre pripravu analyz.

Volne dostupnym je aj program PSPP?, ktory vznikol ako alternativa k SPSS.
PSPP je otvoreny a volne dostupny, nema vsak taku obsiahlu databazu Statistickych
analyz ako SPSS.

Dal§imi oblibenymi programami sa Jamovi® a JASP?. Oba programy su
uzivatel'sky velmi priatel'ské aich pouZzivanie je intuitivne. Vyznacuju sa
jednoduchou aprehladnou grafikou, vystupy st kopirovatelné a okamzite
pouziteI'né. Navyse, analyzy su interaktivne — ako menite parametre, vidite, ako sa
menia vysledky v tabulkach. V tejto ucebnici budu jednotlivé Statistické analyzy
prezentované a ilustrované pomocou programu JASP.

1.2.4 AI (umela inteligencia)

V stiCasnosti je mozné na analyzovanie dat z vyskumy vyuzivat' aj niektoré
z prostredi umelej inteligencie. Ak Al nahrate data ako subor Excel a presne zadate
svoju poziadavku, mozete ziskat rovnako presné vysledky ako by ste pouzili
ktorykol'vek z vysSie uvedenych programov. Podmienkou vsSak je, Ze rozumiete
metodoldgii a Statistike do takej miery, aby ste vedeli zadefinovat hypotézy,
premenné, spdsob, akym maji byt premenné analyzované a S pouzitim akych analyz.
Navyse, musite byt’ schopni postup a vysledky skontrolovat, pretoze Al moéze nemusi
vzdy postupovat spravne. Rovnako musite byt schopni ziskané vysledky
interpretovat’.

Al mdze byt skvelym pomocnikom aj pri Statistickych analyzach, no musite mat’
aspon zakladné zru€nosti a porozumenie Statistike. Darmo by ste mali doma
profesionalny sporak, ak netusite, ktoré ingrediencie na varenie pouzit’ a ako.

L https://www.r-project.org/
2 https://www.gnu.org/software/pspp/
3 https://www.jamovi.org/

4 https://jasp-stats.org/
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2 Organizacia dat

Ked chceme skumat rozne fenomény ajavy, vyuzivame rozne spOsoby
ziskavania informécii, priCom tieto informéicie nazyvame tudaje, data.
Od participantov pri zbere dat ziskavame nespracované udaje, ktoré st v podobe
komplexnych tabulick (Gasto s desiatkami riadkov a stipcov). V tejto kapitole si
ukéazeme, ako sa pracuje s datami v ramci ich pripravy a organizécie. Niektoré kroky
vam mozno budu zname, najmi ak mate skisenosti s pracou v Exceli. Dokonca aj
niektoré pojmy a vypocty nebudid pre vas novinkou, pretoze sa ich ucime uz
na zakladnych a strednych skolach (napriklad aritmeticky priemer).

2.1 Priprava a kontrola dat

Moznosti, ako zozbierané udaje do tabulky zapisat’ je niekol’ko, vSetko zavisi
od spdsobu, akym data zbierame. Ak zbierame data spdsobom pero — papier, v prvom
kroku tdaje v zdznamovych harkoch vizualne skontrolujeme, ¢i su vyplnené vsetky
nevyhnutné udaje, ¢i odpovede nie st systematické (napr. participant zaSkrtaval iba
jednu hodnotu vo vsetkych otazkach), ¢i nie je vynechana nejaka cast’ poloziek
(napr. preskodena strana). V pripade, Ze participanti vyplnali nase metody
na viacerych harkoch, alebo vo viacerych krokoch (pocas viacerych dni), je potrebné
zabezpecit, aby boli udaje od jedného participanta vzajomne priraditel'né.

Pre Statistické spracovanie ziskanych udajov je potrebné ich usporiadat
do ,,tabul’kovej“ podoby, to znamena, Zze udaje musime aj prepisat’ do tabulky.
Najcastejsie preto v pripravnej faze pracujeme v Exceli — tu si mézeme vytvorit’ prva
tabul’ku s datami. Prvé odportcanie znie, Ze tdaje kazdého subjektu, Statistickej
jednotky (participanta, pripadne skupiny, organizacie) su Vv jednom riadku a kazda
sledovana polozka/tidaj je v jednom stipci (Obrazok 1).

Druhé odporucanie je, aby mal kazdy participant priradené svoje jedinecné
identifika¢né ¢islo (moze to byt kod, ktory si vytvori, alebo poradové ¢islo, ktoré mu
priradite), pricom toto ¢islo by malo byt tak na papierovej verzii dotaznikov ako aj
v tabul’ke dat.

Dalsia vec, ktora pravdepodobne pri priprave dat budete zvazovat, je, &i
do stipcov uvadzat’ sumarne alebo priemerné skore participantov z nejakého
dotaznika, alebo ¢i vkladat’ do tabulky vsetky tidaje (jednotlivé odpovede). V tomto
kontexte znie tretie odporucanie nasledovne: ak je to mozné, vzdy nahadzujte
do tabul’ky vSetky udaje (surové data), teda kazda jednu odpoved’ (na kazda polozku,
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otazku) kazdého participanta. Pri takto pripravenych datach ziskate viac moznosti,
ako s datami pracovat’, samozrejme vratane vypocétu spominanych sumarnych alebo
priemernych skore ¢i vnlitornej konzistencie.

Pri on-line zbere dat st uz udaje stiahnutené v uvedenej podobe, v kazdom
pripade je potrebna kontrola, pripadne odstranenie stipcov s nepotrebnymi tudajmi.

identifikatné kazda sledovana premenna v 1 stipci

(poradové) &islo
Statistickych
jednotiek (napr.

panicipantov) ID | poloZka 1| polozka 2 | polozka 3 | polozka 4 | polozka 5| polozka 6

kazda Statisticka

jednotka (napr. 6
participant) e e R
v1lnadku | e T

Obrazok 1 Ukazka tabul’ky pred vkladanim zozbieranych tidajov

Obcas sa stane, Ze participanti nevyplnia niektora otazku alebo polozku.
Je niekol’ko sp6sobov, ako s chybajicimi tidajmi nalozit. Najjednoduchsia rada je:

nerobte ni¢. Pri mnohych analyzach chybajice udaje nie st problémom. V pripade,

Ze potrebujete vyuzit analyzu, ktora pri chybajucich udajoch vyhlasuje chybu, mozete
zvolit’ niektory z nasledovnych postupov:
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pre dana premennt (stipec) vypoéitate priemer a tito priemerna hodnotu
vlozite do prazdnej bunky (niekedy sa odporuca vlozit' nie priemer,
ale najcastejSiu hodnotu),

pre danu Statistick jednotku (riadok) vypocitate priemerné skore danej
Statistickej jednotky (napr. participanta) pre danu premenni (dotaznik,
Skalu, subskalu, test) a tento priemer vpiSete do prazdnej bunky (znovu,
niekedy sa odporaca vloZit’ nie priemer, ale najcastejS$iu hodnotu),

do prazdnych buniek vpiSete nulu (to ale moze skreslovat’ vysledky,
napr. pri skalach skorovanych od 1 po n).



V Exceli vypocitame priemer pomocou funkcie Priemer v ponuke Domov
> Upravy = Automaticky siicet. Postavime sa na bunku, do ktorej chceme
vypoéitat’ priemer, zvolime funkciu Priemer. Zobrazi sa vzorec
=AVERAGE(A1:A10), ktory znamena, ze sa bude pocitat’ priemer
z buniek A1 az A10 —samozrejme rozsah buniek, z ktorych chceme pocitat’
priemer mézZeme upravit podl’a potreby.

Vo vsetkych pripadoch je potrebné, aby ste svoje data zabezpecili tak, aby ste
ochranili sikromie participantov. Datovy subor s citlivymi udajmi (ak ste takéto
zbierali) musi byt zabezpeceny tak, aby k nemu nemali pristup d’alSie osoby. Pred
samotnym spracovanim dat je preto potrebné spravit koépiu prvotného datového
suboru, v ktorej data anonymizujeme — odstranime udaje, ktoré k analyze
nepotrebujeme a ktoré by mohli viest’ k odhaleniu identity participantov.

2.2 Zmena arovne merania

Aby sme vedeli, ako mozeme s jednotlivymi datami pracovat, vzdy je potrebné
ujasnit’ si, aky typ dat mame k dispozicii, teda na akej urovni sme premenné merali
(pre pripomenutie, rozliSujeme nomindlnu, poradovu a intervalova uroven). Podla
toho data pripravujeme a nakoniec aj analyzujeme. Niektoré premenné je mozné
merat’ iba na jednej urovni, iné typy premennych mozno merat na viacerych
urovniach a je na vyskumnikovi, ktora tiroven pri projektovani vyskumu zvoli. Zmena
premennej z jednej Grovne merania na inu je mozna, ale iba smerom nadol! Navyse,
je potrebné pamitat’ si, Ze vySSia urovenl merania poskytuje viac informacii
0 skaimanom fenoméne. Preto v pripade, ak je mozné premennt merat’ na viacerych
urovniach, je vhodné zvolit’ najvys§iu mozna uroven. Takéto data mézeme potom
transformovat’ na niz§ie irovne merania. Opa¢nym smerom to nie je mozné. Vezmime
si priklad s rokmi praxe.

Roky praxe mézeme merat ako intervalovii premennu, kedy participantov
poziadame, aby uviedli, kol'’ko presne maji rokov praxe vo svojom odbore. S touto
premennou vieme robit’ vSetky analyzy. NavySe, vieme ju Vv pripade potreby
transformovat’ na poradovu premennu, kedy kazdého participanta zaradime
do kategorie, napriklad:

0 — 2 rokov
3 — 10 rokov
viac ako 10 rokov
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Roky praxe ako poradova premenna Sice umoziuju usporiadat’ participantov
od neskusenych po vel'mi skiisenych, neumoziuju vsak presne urcit,, aky je napriklad
priemerny pocet rokov praxe participantov v nasej vzorke alebo aky je presny rozdiel
v praxi medzi dvoma participantmi. A nakoniec, intervalovi premenni vieme
transformovat’ aj na nominalnu premennu: v pripade rokov praxe kazdého
participanta mézeme zaradit’ do jednej z dvoch kategorii ,,mé prax‘ — ,,nema prax“.
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3 Zoznamte sa, JASP

Ako uz bolo v tivode spomenuté, JASP je vol'ne dostupny Statisticky program,
ktory si kazdy moze stiahnut’ do svojho pocitaca. Ide o program, ktory sa neustale
vyvija, od svojho vzniku presiel réznymi Gpravami (v ¢ase dokoncovania tohto
vydania ucebnice bola najaktualnejsia verzia 0.95.2.0), a preto je mozné, ze vy uz
pracujete s niektorou z novsich verzii. Z tohto dovodu sa niektoré ilustracné obrazky
v tejto ucebnici nemusia tUplne zhodovat s tym, Co vidite vo svojom poéitaci.
Nast’astie JASP zachovava zakladnu logiku svojho prostredia, takze aj napriek malym
odchylkam vam aj S odstupom ¢asu moze byt tato ucebnica pomockou pri orientacii
v zakladnych Statistickych analyzach. Program je uzivatel'sky priatel'sky a intuitivny
— zapredpokladu, Zze mate aspon zéaklady Statistiky. K dispozicii je aj prirucka,
ktora podrobne vysvetluje, ako s jednotlivymi analyzami pracovat®.

3.1 Otvorenie datového suboru

Predtym, ako si datovy subor pripraveny v podobe excelovskej tabul’ky otvorite
v programe JASP, uistite sa, Ze:

v datovom subore su vSetky zozbierané udaje,

data su skontrolované a participanti, uktorych je podozrenie

na nespravne alebo neuplné vyplnené dotazniky, st vyluceni z analyz,
O mate uloZzen kopiu suboru s hrubymi datami.

Takto pripraveny datovy subor v Exceli ulozime. Ked'ze vsak program JASP
nedokaze nacitat’ data z klasického excelovského suboru, je potrebné spravit’ kopiu
stiboru vo formate .csv. Az v tomto momente mdzeme pristapit’ k tomu, aby sme
zacali pracovat’ s datami v programe JASP.

Datovy subor ulozime vo formate .csv tak, ze pri ukladani suboru zvolime
moznosti Sitbor > UloZit' ako, v okne na uloZenie v riadku Ndzov suboru
vpiSeme nazov nasho datového suboru a v riadku UlozZit' vo formate
zvolime moznost’ CSV(MS-DOS).

5 Volne stiahnutelné priru¢ky k aktudlnym verzidm programu su dostupné na https://jasp-
stats.org/jasp-materials/
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Po spusteni aplikacie JASP je potrebné otvorit’ datovy stbor, s ktorym chceme
pracovat (pripominam, Ze by mal byt v podobe excelovskej tabulky ulozenej
vo formate .csv, pripadne v inom podporovanom forméte®). Pre otvorenie déat vyberte
v Pavom hornom rohu v ponuke menu (ikona =) moznost Open a nasledne jednu
z moznosti (Obrazok 2):

Recent Files, v pripade, Ze sa chceme vratit’ k niektorému z poslednych
pouzivanych dokumentov,

Computer, v pripade, Ze chceme otvorit’” dokument uloZzeny v naSom
pocitaci

Recovery, v pripade, Ze chcete obnovit’ dokumenty,

OSF, v pripade, Ze chceme otvorit’ dokument z i¢tu na OSF/,
Database, v pripade, ze chcete nacitat data priamo z databazy
prostrednictvom Qt SQL,

Data Library, v pripade, Ze nemame vlastné data a chceme sa ucit’
pouzivat’ jednotlivé analyzy podla priru¢ky JASP (Goss-Sampson,
2025); JASP pontka vo svojom programe vlastn kniznicu datovych
suborov vhodnych k uceniu sa jednotlivych analyz.

V rozhrani JASP je na hornej liste hlavna ponuka modulov analyz (Edit Data,
Descriptives, T-Tests, ANOVA, Mixed Models, Regression, Frequencies, a Factor),
z ktorych vyberame podl'a toho, ktoré analyzy chceme aplikovat. Vpravo na liste je
navySe symbol + pomocou ktorého moézeme rozsirit ponuku modulov,
napr. o modul Reliability, ktory budete urcite vyuzivat.

6 csv, .tsv, .txt (akékolvek textové subory so stipcami oddelenymi &iarkou / bodkogiarkou /
dvojbodkou / tabulatorom), alebo .sav a .por (SPSS subory), pripadne sas7bdat (SAS subory),
.0ds (Open Document Spreadsheet formaty), a .dta (Stata subory)

" OSF — platforma Open science framework (https://osf.io/)
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New Data

few Recent Files

Obrazok 2 Otvorenie datového suboru v JASP

3.2 Transformacia dat

Po otvoreni datového suboru sa zobrazi tabul’ka s nasimi tidajmi. V tomto kroku
je vhodné skontrolovat’, ¢i maju jednotlivé premenné prisidenti spravnu ikonku podl'a
toho, ¢i s merané na

&, nominalnej urovni (nominal) ,

4l poradovej trovni (ordinal),

“ | intervalovej Grovni (scale).

Ak niektord premennd nema spravne oznacenie, mdézeme manualne nastavit
uroven premennej tak, Ze klikneme na ikonku pri ndzve premennej a zvolime spravnu
uroven (Obrazok 3).

Aj napriek vSetkej snahe sa moze stat, ze v subore objavite chybu, alebo sa vam
hodi doplnit’ stipec s tdajmi. Nastastie, Gidaje je mozné upravit. Autori JASP
uvadzaji, Ze dvojklikom na ktorékol'vek miesto tabulky JAPS sa dostanete
do povodného excelovského suboru, kde mébzete chybu opravit’, pripadne doplnit’
udaje. Niekedy vSak toto prepojenie zlyhava. Vtedy je lepSie a bezpeénejsie JAPS
zatvorit, otvorit’ zdrojovy .CSV subor s datami, chybu napravit’, sibor uloZzit’ a nanovo
ho otvorit’ v JASP.
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L]
Edit Data Descriptives T-Tests
T N ™ T . . i

T ID vek e pohlavie i jvzdelanle . C

1 1 28 muzi Scale 5
«! Ordinal

2 |2 48 Feny raina 5
& Nominal

3 3 32 muZi i) .17

Obrazok 3 Zmena Girovne merania premenne;j

V pripade nominalnych a poradovych premennych je vhodné priradit
jednotlivym ¢iselnym kdédom aj popis, aby sa v tabulkach s vysledkami zobrazovali
nazvy kategérii a nie iba kody (napr. aby sa zobrazilo v prislusnych kolonkach
oznaCenie muzi — zeny anie iba kody 1 a?2). Pre priradenie opisov kategorii
jednotlivych nominalnych a ordinalnych premennych postupujeme tak, ze klikneme
na nazov premennej a zobrazi sa okno Label editor stroma stipcami. Pre opis
kategorie pracujeme v stipci Label, kde jednoducho klikneme, zmaZzeme povodny text
(&islo), vpiseme nas opis (Obrazok 4) a potvrdime tlacidlom enter®,

8 Uz na zagiatku prace s datovym suborom odportiéam vytvorit’ si formalny kodovaci kI'ag —
dokument, do ktorého si znacite, ¢o jednotlivé kody (Cisla) pre ti-ktoru premenni znamenaju
(napr. ze pre premennu pohlavie 1 = muz, 2 = Zena alebo pre Skéalu 1 = vobec nestihlasim,
5 =uplne sthlasim). Je to pomdcka, ku ktorej sa mozete kedykol'vek aj s odstupom Casu vratit,
pripadne pomocka, ktora sluzi aj inym 'ud’'om pri orientacii vo vaSom datovom subore.
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= lal™ 227 [ 7 X7

Edit Data Descriptives T-Tests ANOVA Mixed Models  Regression
Name: pohlavie Long name: pohlavie
Column type: i Nominal w Description:
Computed type: Not computed v

Label editor | Missing values

[/ Filter Value | Label
v 1 muz
v 2 Zena

a

-~

v

Add new level:

Y £ &7 vek &) pohlavie | i vzdelanie &7 CRT_pre | 4" CRT_post | 4 ENP_K | & ENP,
1 1 28 muiT 4 0.5 0.76 283 25

2 2 48 Zena 3 0.5 0.76 267 1.33

Obrazok 4 Opis — oznacenie kateg6rii nominalnych a poradovych premennych

V rovnakom okne mozZeme niektora z irovni premennej aj odstranit’. A to tak, ze
na konci riadku klikneme na symbol <J Remove.

Chvilu sa este pristavime pri okne Label editor, ktoré sme otvorili
kliknutim na nazov premennej. V prvom stipci Filter sa vyskytuje
moznost’ odfiltrovat’ skupinu, ktort nechceme zaradit’ do analyz a nasledne
ju kedykol'vek moézeme zakliknutim opét do analyz zaradit. Takto
moézeme v pripade potreby vykondvat separatne analyzy pre rdzne
podskupiny nasej vyskumnej vzorky.

V tomto kroku (ked’ uz mate stibor v programe JASP skontrolovany, premenné
spravne oznacené a kategoérie pomenované), mozete si datovy subor ulozit' aj
vo formate JASP — tak zostanu zachované vSetky vaSe nastavenia a upravy (ktoré sa
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inak do .csv stboru nepreklopia). Pre uloZenie dat vyberte v Favom hornom rohu
v ponuke menu (ikona =) moznost’ Save as, zvol'te umiestnenie Computer (ak chcete
stbor ulozit’” vo svojom pocitaci) a pomocou funkcie Browse vyberte konkrétne
umiestnenie v pamiti vasho zariadenia.

3.2.1 Re-koédovanie dat

V niektorych néstrojoch sa nachadzaju polozky, ktoré st formulované reverzne,
teda v opa¢nom smere, ako st konstruované ostatné polozky. Napriklad v dotazniku
merajucom uroven St’astia sa okrem poloziek formulovanych na zachytenie §t'astia
moézu vyskytovat' aj polozky ako ,Casto sa citim smutny/a.“, teda opaéne
formulované, reverzné. Takéto polozky je potrebné reverzne skoérovat’, re-kodovat'.
Ak participanti hodnotia spominané vyroky na Skale od 1 (Gplne sthlasim)
po 6 (vobec nesuhlasim), reverzné polozky re-kédujeme podl'a kl'uca:

skére 1 na skoére 6
skére 2 na skére 5
skére 3 na skore 4
skére 4 na skoére 3
skére 5 na skoére 2
skére 6 na skore 1

V novsich verzidch JASP je mozné rekodovanie poloziek spravit velmi
jednoducho. Dvojklikom na nazov premennej otvorime Label editor a klikneme
na ikonku Reverse order of all numerical values, a hodnoty sa re-kéduju v stipci
Value (Obrazok 5a).

V starSich verziach postupujeme nasledovne: re-kodujeme polozky nasledovne:
premennu (polozku), ktord chceme re-kédovat’ musime oznacit’ ako meranti na

intervalovej Grovni *'. Nasledne si pomocou ikony + v pravom rohu vytvorime
novii premennt (novy stipec, v ktorom bude nami re-kédovana premenna). Otvori sa
malé okno, kde do ramc¢eka Name vpiSete nazov novej premenne;j (pri re-kodovanych
premennych odpora¢am pouzit’ ten isty nazov ako je originalna premenna s dodatkom
_R), napr. pre premennu, ktorti re-kédujeme z premennej ENP1 pouzijeme nazov
ENP1_R (Obrazok 5b). Oznadime, Ze premenna je merana na intervalovej Grovni
(Scale) a potvrdime vytvorenie premennej tlaéidlom Create Column.
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= BE |l L7 T T X7 ST A

Edit Data Descriptives T-Tests ANOVA Mixed Models  Regression  Freguencies Factor
Name: ENP1 Long name: ENP1 Label editor | Missing values
Column type: Ordinal ‘v Description:
ol [ /) Filter Value | Label
Comp type: Not P v
I v’ 6 1
Label editor | Missing values
q Filte Val Label o ‘/ > 2
/; ilter alue abel “
24 » pul Y . .
W—— 1
T v 2 2 v 3 4
N N A
noNG A I
v 4 4
. Y v v 1 6
v E\ 5
v v 6 ‘b\ .

Add new level: Value  Label \

~ =
Y S CRT3 | G CRT4 G CRT5 | Jb CRT6 l .I|| ENP1 l|| enpz | il enes |l Enes gl Enes |l enee ol ENPT
1 0 1 1 1 3 * 3 1 6 2 2 1
2 0 1 1 1 1| 1 1 4 1 1 3
3 0 0 1 0 3 3 1 5 1 1 1

Obrazok 5a Re-kodovanie poloziek

Create Computed Column

Name:| ENP1_R|

@Y

ol Ordinal & Nominal & Text

o | Create Column | x

Obrizok 6b  Vytvorenie stipca pre novi premennii
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Podl'a tejto logiky zadame do ramceka vzorec 7 — ENP1, priCom tento
nevpisujeme  ru¢ne, ale  najskor si  zponuky nad  ramcekom
ot WAR=%<ZT>5 VAL = yyberieme moznost - . Tym sa do ramdeka
presunie vzorec ... - ... , ktory musime ,,naplnit*
trojbodky vo vzorci ... sa zobrazi kurzor a mozeme vpisat’ hodnotu, od ktorej budeme
odc¢itat’ povodnu premennt, v naSom priklade napiSeme ¢islo 7. Kliknutim na druhé

trojbodky vo vzorci ... sa znova zobrazi kurzor, tentokrat ale ni¢ nevpisujeme, ale

hodnotami. Kliknutim na prvé

z ponuky nalavo vyberieme premennt, ktora chceme re-kodovat®. T4 sa prenesie
do vzorca. Teraz klikneme na tla¢idlo Compute column (Obrazok 6). Hned uvidime,
ako sa prazdne bunky novej premennej ENP1 R vyplnia vypocitanymi
re-kddovanymi hodnotami.

Tento postup zopakujeme pri vsetkych premennych, ktoré je potrebné
re-kodovat’.

Name: ENP1_R Long name: ENP1_R

Column type: Scale w Description:

Computed type: Computed with drag-and-drop v

Computed column definition | Label editor ~ Missing values

/+E|-+fnf%=#=<s>2AVI—-

& CRT5
, CRT6

‘1 ENPL—

] ENP2

al ENP3

a1l ENP4

a1l ENPS

al ENPB

7% ENPI|le—

R Compute column

Obrazok 7 Vypocdet re-kodovanej premennej

® Re-koddované polozky musia byt oznacené, Ze st merané na intervalovej trovni (Scale).
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3.2.2 Vypocet novych premennych

Ked’ mame vietky premenné (polozky v stipcoch) pripravené, je pravdepodobné,
ze budeme potrebovat’ z niektorych znich pocitat’ skore, ¢i uz priemerné alebo
sumarne (to zavisi od pouzitého meracieho nastroja). Znova musime vytvorit’ nové
stipce pre premenné, ktoré budeme poéitat’ (postup vid’ 3.2.1 Re-kédovanie dat —
Obrazok 5b).

Po vytvoreni nového stipca sa otvori okno, kam zaddme vzorec vypoétu
(v pripade, Ze si najskor vytvorite vietky stipce pre planované nové premenné, stadi,
ak v novom stipci kliknete na symbol fx a otvori okno na zadanie vzorca). Vzorec
na vypoéet sumarneho skore zadame jednoducho: polozky, zktorych ma byt
sumarne skore pocitané postupne prestivame do okna (jednoducho na ne klikneme
Vv zozname nalavo) Stym, Ze za kaZzdou polozkou je potrebné kliknat
na znamienko + zponuky nad réméekom FrrTWAR=F<I>SvaA |-
(Obrazok 7). Ako ked’ zadavate sCitanie na kalkulacke, iba namiesto ¢isiel zadavame
jednotlivé polozky. Vypocet potvrdite tlacidlom Compute column. V priklade bolo
pocitané sumarne skore z prvych 6 poloziek ENP, premennt sme oznacili ENP_sum.

B2l L7 BT e X7 ST A

Edit Data Descriptives T-Tests ANOVA Mixed Models Regression Frequencies Factor
Name: ENP_sum Long name: ENP_sum
Columntype: 4 Scale w Description:

Computed type: Computed with drag-and-drop v

Computed column definition | Label editor ~ Missing values

ENP1 s///E—'+“f%=¢<5>2AV|"
all

alll ENP2 (% ENP1 4% ENP2 ) 4 %7 ENP3 )4 *7 ENP4 ) 4+ *7 ENP5 ) 4+ %7 ENP6|
"‘ENPS/'

41l ENP4
41l ENP5
41l ENPE
41l ENP7
41l ENP8

41l ENP9

R Compute column

Obrazok 8 Vypocet novej premennej — sumarne skore
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Pre vypocet priemerného skére je potrebné pouzit' identicky postup ako
pri vypocéte sumarneho skore, za su¢tom vSak musime pridat’ znak delenia a ¢islo
predstavujuce pocet poloziek, z ktorych pocitame priemerné skdre. V priklade sme
premennii oznacili ENP_avg. Do okna navolime staet premennych, nasledne
klikneme na znamienko +z ponuky nad réméekom \* *T\vAR=X<I>S v A | =
(Obrazok 8) a napiSeme ¢islo zodpovedajtice poctu poloziek, z ktorych sa pocitalo
sumarne skore, teda v priklade je to ¢islo 6. Vypocet potvrdite tla¢idlom Compute

column. Priemerné skore bolo poéitané z prvych 6 poloziek ENP, a vzorec vyzeral
ENP1+ENP2+ENP3+ENP4+ENP5+ENP6

6

nasledovne

B b L7 7 P X7 ST A @

Edit Data Descriptives T-Tests ANOVA Mixed Models Regression Frequencies Factor Reliability

Name: ENP_avg Long name: ENP_avg

Column type: Scale w Description:

Computed type: Computed with drag-and-drop ¥

Computed column definition | Label editor ~ Missing values

- Elrvw=¢<<>>av -
& CRT6 (%" ENP1 4 %2 ENP2 ) 4%’ ENP3 )4 *” ENP4 ) 4 *” ENP5 ) 4 *” ENP6
41l ENP1 5

4l ENP2
41l ENP3
4l ENP4
41l ENP5
41l ENPS
41l ENP7

R Compute column

Obrazok 9 Vypocet novej premennej — priemerné skore

Ak chceme mat vo vysledkovej Casti zobrazené Ccisla s dvoma
desatinnymi miestami namiesto troch (prednastavené su hodnoty
s troma desatinnymi &islami), klikneme na ikonku menu =, zvolime
moznost Preferences av casti Results — Table options zvolime
moznost’ Fix the number decimals aznizime hodnotu z3 na 2.
Odporucam vsak ponechat’ nastavenie s troma desatinnymi miestami,
ked’ze niektoré Statistické hodnoty sa Standardne reportuju na tri
desatinné miesta, a ostatné si mozete sami zaokruhlit’ na dve desatinné
miesta.
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4 Deskriptivna statistika

Data, ktoré sme pri zbere ziskali potrebujeme v prvom kroku organizovat,
opisat, charakterizovat' a sumarizovat’. V tejto kapitole preto predstavim postupy,
pomocou ktorych moézete zhrnit' a popisat’ data, inymi slovami, deskriptivnu
Statistiku. P6jde o miery polohy alebo strednych hodnét (central tendency) a miery
variability (variability), ale aj postupy, ako sa zhodnotit’ distribtciu dat a ako pracovat’
s frekvenciami dat.

4.1 Miery polohy (centralnej tendencie)

Jeden z najcastejSie pouzivanych Statistickych prikladov hovori, ze ked’ by sme
mali dostato¢ne vel’ky stibor 0sob, tak prevazna véc¢sina l'udi v tomto stibore by mala
v skuto¢nosti viac ndh ako by bol priemerny pocet noh pre tato skupinu 'udi (priemer
by bol napriklad 1,9). Je to sposobené tym, ze nie kazda osoba v subore by mala obe
nohy, niekto by mal iba jednu nohu, aniekto by dokonca nemusel mat Zziadnu.
Priemerny pocet ndh by preto v tomto stibore vysiel nizsi ako 2 (napr. spominanych
1,9). Teda ak ma véacsina I'udi v skupine 2 nohy, potom viés§ina ma realne viac ndh
(2) ako je priemer skupiny (1,9).

V kvantitativnom vyskume je vaésinou k dispozicii prili§ vel'a informacii na to,
aby sme ich mohli prezentovat’ vSetky. Predstavte si, Ze mate v triede 25 Studentov
a studentiek. Ked’ sa o nich s niekym rozpravate, nepoviete o kazdom jednom z nich,
kol’ko ma rokov, ale poviete nie¢o v duchu ,,va¢§ina z nich ma 20 rokov*, alebo ,,maju
Vv priemere 19,5 roka®. Toto je vel'mi zjednoduseny sposob zakladného Statistického
opisu dat za pouzitia mier polohy alebo centralnej tendencie. K zakladnym mieram
polohy patria priemer, median a modus. Miery polohy tdajov s véc¢Sinou prvou
a najbeznejSou formou deskriptivnej Statistiky. Prostrednictvom jednej hodnoty,
jedného ¢isla, zobrazuju stred skupiny dat (Coolican, 2019; Dancey & Reidy, 2017;
Hanna & Dempster, 2012). Inymi slovami, miery polohy pomahaja vytvorit
predstavu o distribucii dat, predstavu o tom, ako su data usporiadané, kde su ich
stredné hodnoty. Najskor si ich predstavime a nasledne si spolu s mierami variability,
ukazeme, ako ich v JASP vypocitat.
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4.1.1 Priemer (M, x)

Aritmeticky priemer je najznamejSou mierou polohy a pouzivame ho
pri premennych meranych na intervalovej Grovni. Priemer sa ufime pocitat’ uz
na zakladnej Skole a neraz ho vyuzivame aj v beznom Zivote. Priemer predstavuje
sumar vSetkych skore (dat) vydeleny ich poctom. Ak napriklad méme znamky
10 ziakov v 3.A triede z pisomky z matematiky (3, 2, 2, 2, 3, 1, 1, 2, 1, 3), potom
priemer vypocitame nasledovne:

y_3t2+2+2+43+1+14241+3 20
B 10 T 10

Zistime, ze priemerna znamka triedy z pisomky je 2 — informacie o hodnoteni
vykonu kazdého ziaka v triede si zhrnuté do jedného Cisla, do jednej znamky, ktora
dava predstavu o priemernom vykone ziakov v danej pisomke. Priemer je stredom
vsetkych hodnoét, je typickou hodnotou sledovanej premennej v danej skupine.
Priemer si mézeme predstavit’ ako bod na udrzanie rovnovahy dosky, na ktorej st
umiestnené sledované subjekty (Obrazok 9), napriklad TPudia sréznou vahou.
Matematicky predstavuje priemer bod, od ktorého sumdarna vzdialenost’ vSetkych
Statistickych jednotiek pod nim je rovnaka ako sumarna vzdialenost’ vSetkych
Statistickych jednotiek nad nim (Aron et al., 2014).

V Obrazku 9 to znamend, Ze sucet vzdialenosti od priemeru u vSetkych I'udi pod
75 kg, teda pod priemerom (4 osoby, ktorych vaha sa od priemeru lisi nasledovne:
25 + 25 + 15 + 10 = 75) je rovnaky ako sucet vzdialenosti od priemeru u vSetkych
Pudi nad 75 kg, teda nad priemerom (6 osdb, ktorych vaha sa od priemeru lisi
nasledovne: 5+ 10 + 10 + 15 + 15 + 20 = 75).

M =75 kg
© © ©
© © O © © O ©

30 35 60 65 70 75 80 a5 0 95

Obrazok 10 Ilustracia priemeru distribucie vahy 10 osob
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Priemer ma nesporne svoje vyhody, no spija sa s nim aj niekol’ko nevyhod.
Hlavnou jeho nevyhodou je skutocnost, Ze je velmi ovplyvnitelny extrémnymi
hodnotami premennej. Vratme sa k 3.A triede a k znamkam jej Ziakov (10 ziakov
S0 znamkami: 3, 2, 2,2, 3,1, 1, 2, 1, 3). Zistili sme, Ze priemerna znamka v tejto triede
je 2. Predstavme si d’al$iu triedu, 3.B, o ktorej vieme, ze priemerna znamka v nej je
tiez 2. Pri blizSom pohlade na konkrétne znamky v 3.B vsak zistime, Ze napriek
rovnakej priemernej znamke v oboch triedach sa vykony Ziakov odliSuju:

3.A:38,2,2,2,3,1,1,2,1,3
3.B:1,1,1,2,1,1,5,2,1,5

V 3.A je viacero ziakov s priemernym vykonom, a v 3.B je viacero vybornych
7iakov a dvaja velmi slabi Ziaci. Ziaci tychto tried sa od seba vykonom odlisuj,
priemerné zndmky vSak maju rovnaké. Aby sme sa vyhli podobnému skreslenému
obrazu o rozlozeni dat (o ich polohe), odporuca sa vyuzivat' aj d’al§ie miery polohy —
median a modus.

4.1.2 Median (Md)

Druhou zo zakladnych mier polohy je median — stredna hodnota, ktort ziskame,
ak usporiadame data od najnizsej hodnoty po najvyssiu. Ak je strednd hodnota dat
medzi dvoma hodnotami, potom medianom bude priemer tychto hodnét. Inymi
slovami, ak pozname median, vieme povedat’, ze 50% dat je menSich ako hodnota
medianu a 50% dat je vacsich ako hodnota medianu. Vratme sa k naSim triedam.
Znamky z pisomky v3.A (3, 2, 2, 2, 3, 1, 1, 2, 1, 3) usporiadame od najnizsej
po najvyssiu a ngjdeme strednu hodnotu

1,1,1,2,2 - 2,2,3,3,3

Stredna hodnota, teda median je 2. V 3.B spravime to isté. Znamky (1, 1, 1, 2, 1,
1, 5,2, 1, 5) tak isto zoradime a najdeme strednti hodnotu

1,1,1,1,1 - 1,2,2,5,5

a uréime median = 1. Napriek tomu, Ze obe triedy maju rovnaku priemernt znamku,
vidime, Zze majui odliSny median. V 3.A triede ma polovica ziakov znamku lepsiu ako
2 a druha polovica ma znamku horSiu ako 2, av 3.B triede mé polovica ziakov
znamku lepsiu ako 1 (teda ma 1) a druha polovica méa znamku horsiu ako 1. Ked’ si
data takto prerozpravame, ziskavame presnejSiu predstavu o distriblicii znamok
v triedach.
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4.1.3 Modus (Mo)

Tretim ukazovatel'om miery polohy je modus. Modus predstavuje hodnotu, ktora
je v sledovanych datach (v distribticii) najCastej$ia, ma najvyssiu frekvenciu vyskytu.
V 3. A triede je spomedzi znamok 3, 2, 2, 2, 3, 1, 1, 2, 1, 3 najcastejSie zastipena
znamka 2, vyskytuje sa v subore dat 4-krat. Takze modus sledovanych dat je 2.
V 3. B triede je spomedzi znamok 1, 1, 1,2, 1, 1, 5, 2, 1, 5 naj¢astejsia znamka 1, teda
modus tejto triedy je 1.

Ked’ si zhrnieme vsetky miery polohy pre 3. A a 3. B, tak vieme povedat’, ze hoci
priemerna znamka v oboch triedach je rovnaka (2), v 3. A ma polovica ziakov znamku
2 alebo horsiu znamku (median) a znamka 2 je aj najcastejsia V tejto triede (modus)
av 3.B ma polovica ziakov zndmku 1 alebo horSiu (median) a znamka 1 je aj
najcastejSia (modus). Obraz o dvoch triedach sa vd’aka trom mieram polohy dat
vyostril.

4.2 Miery variability

Miery variability opisuju, ako sa jednotlivé hodnoty navzajom podobaju,
respektive nakolko sa odliSuji. Inymi slovami, aka velka je variabilita distribucie
(rozloZenia) dat. Ked’ sa vratime k triedam 3. A a 3. B, tak k vytvoreniu predstavy
0 tom, ako su znamky jednotlivych ziakov v triedach distribuované nam sluzia
zakladné miery variability — rozpdtie a standardnad odchylka.

4.2.1 Rozpatie

Jednym z najrychlejsich a najjednoduchsich spdsobov, ako ziskat' informaciu
0 tom, ako st skore premennej rozptylené, je porovnanie minimalnej a maximalnej
hodnoty. Hodnota, ktoru ziskame, ked” vypocitame rozdiel medzi minimalnym
a maximalnym skore, sa nazyva variaéné rozpitie alebo variaéna Sirka (range,
ozna¢ujeme ho aj R). Pre 3. A triedu by bolo rozpitie znamok z matematiky 2
(najvysSia znamka je 3, najnizSia 1; 3 —1 =2) apre 3. B by bolo rozpitie 4
(najvyssia znamka je 5, najnizSia 1; 5 —1 = 4). Hoci je rozpdtie uzito¢na miera
(ohrani¢uje data), nenapovie vel’a toho, ¢o sa s datami v rdmci tohto rozpétia deje, ako
st usporiadané. Rozpatie moze byt’ vel'mi skresl'ujuce, podobne ako pri priemere, dva
subory s r6znym rozlozenim dat m6zu mat’ rovnakd hodnotu rozpdtia, no distribticia
dat vramci tychto rozpiati moéze byt odlisna. Viac informacii 0 distribucii dat
poskytuje napriklad rozptyl a Standardna odchylka.
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4.2.2 Rozptyl (82) a standardna odchylka (SD; d)

Na rozdiel od rozpitia, Standardna odchylka poskytuje informacie o tom, ¢o sa
deje s datami medzi minimalnou a maximalnou hodnotou. Standardni odchylka
je miera, do akej sa hodnota odlisuje od priemernej hodnoty. Aby sme sa dopracovali
k standardnej odchylke, potrebujeme poznat’ niekol'ko d’alsich Statistik — priemerna
odchylku a rozptyl.

Kazda hodnota (napr. skore kazdého participanta) sa od priemernej hodnoty
odlisuje o urcitu hodnotu, a ak od kazdej hodnoty od¢itame priemer, ziskame udaj
0tom, ako daleko je kazdd hodnota od priemeru (Tabulka 1). Priemer tychto
rozdielov nazyvame priemernd odchylka.

Tabulka 1 Vzdialenost’ kazdej znamky od priemernej zndmky (priklad pre 3. A)

znamky priemer
hodnoty (znamky) 3 2 2 2 3 1 1 2 1 3 2
rozdiel hodnoty
od priemeru i1 0o o0 o0 1 -1 -1 o0 -1 1 0

Problém s priemernou odchylkou je v tom, ze polovica rozdielovych hodnoét je
negativna a polovica pozitivna, a spolu tvoria nulovy sicet (spomeiite si na Obrazok 9
s vyvazovanim dosky). Tato informacia nie je teda ve'mi vypovedna. Pre vypocet
Standardnej odchylky je preto potrebné odchylky od priemeru umocnit’ (tym aj
negativne skore ziskaju pozitivne hodnoty) a z tychto mocnin vypocitat’ priemer. Tato
hodnota sa nazyva rozptyl. Konkrétne, v 3. A vSetky rozdiely hodnét od priemeru
umocnime na druht

1%,0,0,0,1%,—1%,-12,0,—1%,1 - 1,0,0,0,1,1,1,0,1,1
a vypocitame rozptyl (priemer: 6 / 10 = 0,6; Tabulka 2).

Ale ani rozptyl, tym, Ze sa jedna o priemer mocnin, nie je kone¢nou stanicou
na ceste za Standardnou odchylkou, pretoze je priemerom umocnenych hodnét.
V poslednom kroku preto odmocnime rozptyl a tym ziskame §tandardnu odchylku
— mieru velkosti variacie alebo rozptylu suboru hodnot, teda ako Siroko st hodnoty
rozptylené. V 3. A odmocnenim rozptylu 0,6 prideme k Standardnej odchylke 0,77.
S interpretaciou Standardnej odchylky na chvilu pockame, pretoze pre jej spravne
porozumenie je potrebné porozumiet’ distribucii dat, ktorej je venovana nasledovna
kapitola.
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TabulPka 2 Vzdialenost’ kazdej znamky od priemernej znamky (priklad pre 3. A)

znamky
hodnoty (znamky) 3 2 2 2 3 1 1 2 1 3 priemer =2

rozdiel hodnoty od priemerna
priemeru t o0 o0 1 -1 -1 0 -1 odchylka =0
rozdiel hodnotyod 4 5 5 o 1 1 1 0 1 1  rozptyl=06
priemeru

4.2.3 Distribucia dat

Doteraz sme sa na data pozerali cez optiku mier polohy a variability. Data,
s ktorymi pracujeme vSak mozeme nielen organizovat’, ale aj zobrazovat’. NajcastejSie
sa tak deje pomocou tabuliek agrafov. Na to je potrebné, aby sme pracovali
s frekvenciami dat, pravdepodobnostami a rozlozenim, teda s distribiuciou.

To, Ze na vac¢sich stiboroch dat moZzeme pozorovat distribiciu dat znamena,
7Ze mozeme pozorovat' opakovanie rovnakych alebo podobnych hodnot — moézeme
sledovat’ frekvenciu vyskytu jednotlivych hodnét. V priklade s 3.A a 3.B frekvencia
znamena, ze sledujeme, kolko Zziakov v triede dostalo aka znamku. Sledujeme
frekvenciu vyskytu kazdej zndmky od 1 po 5. Ukézka frekvencnej tabulky pre obe
triedy je v Tabulke 3.

Tabulka 3 Priklad frekvencnej tabul’ky

3.A 3.B
. frekvencia % podiel kumulativne frekvencia % podiel kumulativne

zndmk vyskytu vyskytu % vyskytu vyskytu %

1 3 30% 30% 6 60% 60%
2 4 40% 70% 2 20% 80%
3 3 30% 100% 0 0% 80%
4 0 0% 100% 0 0% 80%
5 0 0% 100% 2 20% 100%

V stipci zndmka uvadzame jednotlivé druhy hodnot (znamok), ktoré mozu ziaci
dosiahnut’; v stipci frekvencia uvadzame pocet Ziakov, ktori dant hodnotu dosiahli;
vstipci s % percentudlny podiel podtu participantov; a V poslednom stipci
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kumulativne % su uvedené percenta participantov, ktoré sa vyskytli az po danu
hodnotu (znamku, teda v 3. A 70% ziakov dostalo znamku 2 alebo lepSiu).

Pomocou frekvencnej tabulky moézeme identifikovat ukazovatele ako st
percentily a kvartily. Pozrite si teraz Tabulku 4. V prvom stipci je poéet bodov, ktoré
ste mohli dosiahnut’ v teste. Vy ste napriklad dosiahli 60 bodov. Aby ste si vytvorili
predstavu o tom, ¢o vasich 60 bodov znamena, méZete sa pozriet’, kol'’ko bodov bolo
maximum (70) a porovnat’ svoj vykon s maximom. Alebo sa mozete porovnat
s ostatnymi spoluziakmi a to tak, Ze zistite, kol’ko l'udi dosiahlo tiez 60 bodov tak,
akovy (60 bodov ste dosiahli vy adalsi 2 z 80 spoluziakov). Este lep$im
ukazovatel'om vasho vykonu je percentil, na ktorom ste sa umiestnili. Ide o bod, ktory
rozdeluje populacia na dve skupiny (percentil hl'adame v stipci s kumulativnymi
percentami). Ked’ ste dosiahli 60 bodov, nachadzate sa na 98,8. percentile — to
znamena, ze iba 1,2% spoluziakov dosiahlo lepsi vykon, ako vy. Niekto, kto skongil
na 20. percentile, podal vykon, ktory prekonalo az 80% jeho/jej spoluziakov.

Tabul’ka 4 Priklad percentilov a kvartilov

pocet bodov n % kumulativne %
10 4 50 50
15 5 6,3 11,3 1. kvartil
20 6 7,5 18,8
25 8 10,0 28,8 )
2. kvartil
30 10 12,5 41,3
35 11 13,8 55,0 .
3. kvartil
40 11 13,8 68,8
45 9 11,3 80,0
50 7 8,8 88,8
55 5 6,3 95,0
4. kvartil
60 3 3,8 98,8
70 1 1,3 100,0
spolu 80 100% 100%

Z frekvencnej tabulky moézeme dalej vycitat’ kvartily, teda body, ktoré
rozdel'uju vzorku na Styri skupiny, a to podl'a 25., 50., a 75. percentilu. Takéto delenie
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mozno vyuzit' napriklad pri rovnomernom zadel'ovani participantov do podskupin
podra ich skére v jednej premennej. V Tabulke 4 je 25. percentilom medzi 20 a 25
bodmi, 50. percentil je medzi 30 a 35 bodmi a 75. percentil medzi 40 a 45 bodmi.
Do prvého kvartilu by sme zaradili Studentov, ktori dosiahli skére 20 a menej,
do druhého kvartilu tych, ktori skérovali medzi 25 a 30 bodmi, do treticho tych, ktori
ziskali 35 — 40 bodov, ado $tvrtého kvartilu by boli zaradeni ti, ktori skérovali
45 a viac bodmi.

To, ako st vaSe data rozlozené, distribuované, je doblezité, pretoze mnohé
zo Statistickych testov, ktoré budete vyuzivat’, stavaju na predpokladoch o tom, ako
st data distribuované (Dancey & Reidy, 2017). Idealna alebo optimalna podoba
distribtcie dat (s ktorou sa v realite nie vZdy stretnete) je tzv. normalne rozdelenie,
normalna distribucia. Aby sme distribuciu mohli oznacit’ za normalnu, mali by byt’

data usporiadané symetricky okolo priemeru,

priemer, median a modus by mali byt identické,

konce distribucie by sa mali limitne blizit’ k osy x, a

data by mali byt rozlozené do zvonovitého tvaru (Dancey & Reidy, 2017;
McLaughlin & McGill, 2017).

O oo o

Hypoteticka idealna krivka distribucie je zobrazena na Obrazku 10. Hoci nie
vzdy budu distribucie identické s tou na obrazku, pokym distribicia spiiia vyssie
uvedené podmienky, mdéZeme ju oznaCit' za normalnu. Mnoho prirodzene sa
vyskytujucich premennych je Vv populacii normalne distribuovanych (napr. vyska
a vaha l'udi).

Normalna distribucia je charakterizovana tym, ze je funkciou priemeru
a Standardnej odchylky. Plati, ze pri normalnej distribucii sa

- 68,27% participantov nachadzaju v intervale < M — 1SD; M + 15D >
- 95,45% participantov nachadzajt v intervale < M — 2 SD; M + 2 SD >
- 99,709% participantov nachadzaja v intervale< M — 3 SD; M + 3 SD >

Na chvilu sa vratime k prikladu so znamkami v 3.A triede — k priemeru
a Standardnej odchylke tychto znamok. Zistili sme, Ze v 3.A je priemernd znamka 2
a Standardna odchylka 0,77. To znamena, Ze znamky 68,27% Ziakov su rozlozené
v okruhu 0,77 bodu od priemernej znamky 2, teda v intervale 1,23 (2 — 0,77) az 2,77
(2+0,77).
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0.13% 2.14% {13.59% | 34.13% | 34.13% [13.59% . 2.14% 0.13%

M-45D M-35D M-25D M-1SD M M+15D M+25D  NW+35D M+45D

Obrazok 11  Normalna distribacia dat

Ci st data distribuované normalne zistime v niekolkych krokoch. Ako prva by
mala byt vizualna kontrola histogramu®® dat — tvar krivky napovie ako st déta
rozlozené. Nasledne je vhodné skontrolovat’ ukazovatele mier polohy (priemer,
median, modus) a variability (Standardna odchylka). Ak je priemerna hodnota stiboru
zaroven aj strednou a najcastejSou hodnotou (M = Md = Mo), znamena to, Ze data su
pravdepodobne rozloZzené normalne. Prax vSak ukazuje, ze idealne symetricky
rozlozené data nie s pravidlom, preto pre ¢o najpresnejs$i obraz o distribucii dat je
potrebné sledovat’ aj d’alSie ukazovatele normality rozlozenia dat. Tymi st napriklad
hodnoty Sikmosti (skewness) a Spicatosti (Kurtosis).

Sikmost’ rozloZenia dat hovori o tom, & je distribucia dat deformovana doprava
alebo dol’ava, teda ¢i je viac dat na jednej alebo druhej strane distribucie (Obrazok 11).
Ak je hodnota sikmosti negativne &islo, ,,chvost* distribucie viac prediZeny v lavej
Casti a hovorime, ze distribucia je zoSikmena vlavo (negativne zoSikmena distribucia).
AK je hodnota §ikmosti pozitivne &islo, ,,chvost® distribucie je viac predizeny v pravej
Casti, hovorime, Ze distribucia je zoSikmena vpravo pozitivne zoSikmena).

10 Histogram je stipcovy graf, kde vyska stipca reprezentuje velkost' alebo pocetnost
nameranych hodnot.
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negativae zosikmend distribiicia pozitivne zofikmend distribiicia
(distribicia zofifmend viava) (distribiicia zofikmend vpravao)

Mo Md Mo Mo mMd M
Obrazok 12  Sikmost distribtcie

Strmost’ distriblcie je ukazovatelom toho, nakol'ko su data nahustené okolo
priemeru (Obrazok 12). Ak je distribucia je Spicatd, hodnota strmosti je pozitivna,
krivka je tizka a vysokd a znamena to, zZe data st nahustené okolo priemeru. Ak je
krivka plochd, hodnota strmosti je negativna, data s rozlozené d’alej od priemeru —
relativne velké mnozstvo dat je rozloZené aj na ,,chvostoch* krivky, kde st extrémne
hodnoty.

4 Spicata distribucia

normalna distribucia

plocha distribucia

Obrazok 13 Strmost’ distribucie

Pre oznaCenie distribcie za normélnu je potrebné, aby sa hodnoty Sikmosti
a strmosti priblizovali nule: ¢im viac sa hodnota Sikmosti blizi nule, tym je krivka
symetrickejSia. Pre vyhodnotenie dat ako normalne distribuovanych pokladaju
niektori autori (napr. Dancey & Reidy, 2017) za prijate'né rozmedzie od -1 do +1, ini
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autori (napr. George & Mallery, 2010) st v posudzovani hodn6t Sikmosti a strmosti
benevolentnejsi a za prijatel'né podkladaji aj hodnoty medzi -2 a +2.

Poslednou kontrolou normality rozloZenia dat je overenie prostrednictvom
Shapiro-Wilkovho testu, ktory overuje, nakol’ko sa rozloZenie nasich dat odlisuje od
normalnej distrubtcie (vypocet Shapiro-Wilkovho testu najdete v kapitole 7
Testovanie rozdielov). Treba mat’ na pamiéti, Ze hodnota Shapiro-Wilkovho testu
zavisi od velkosti vzorky, pri vacsich vzorkéch je vyssia pravdepodobnost’, Ze vyjde
signifikantny vysledok. Preto sa na normalitu rozlozenia dat pozeram komplexne,
pomocou vSetkych dostupnych ukazovatelov: mier polohy a variability, hodnot
Sikmosti, strmosti, velkost’ vzorky a vysledku Shapiro-Wilkovho testu.
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4.3 Vypocet deskriptivnych statistik

Vo vSeobecnosti v JASP je prostredie usporiadané tak, Ze po vybere analyzy sa
v l'avej Casti okna objavi ponuka premennych a $pecifik analyzy a v pravom okne je
priestor na vysledky (Results). V statistickom programe JAPS vypocitame
deskriptivne Statistiky—miery polohy a miery variability—v sekcii Descriptives.
V sekcii Descriptives zvolime moznost’ Descriptive Statistic (Obrazok 13).

v I v TV v 4
— et | 1227 B B I
- Edit Data Descriptives T-Tests ANOVA Mixed Models Regre
Y ID 7 vek Descriptive Statistics kl\ CRT_pre | 4~ CRT_post | 4" ENP_K

1 1 28 | Raincloud Plots 05 0.76 283

Time Series Descriptives

2 2 48 Flaxplot 0.5 0.76 267
3 |3 32 | Plot Builder (beta) 70.17 0.43 2.33
4 4 29 Zena 5 0.33 0.59 3.17
5 6 24 muz 3 0.67 0.93 3.5

6 8 36 muz 3 0.17 0.43 517
7 9 27 Jena 3 05 0.76 367
8 10 52 muz 2 05 0.76 267

Obrazok 14 Deskriptivna $tatistika — 1. krok

Zobrazi sa okno Descriptive Statistic, kde zo zoznamu premennych vyberame
apresivame do okna Variables tie premenné, ktoré chceme podrobit’ vypoctom
(Obrazok 14).

V prvom kroku sa pozrieme na premenné merané na nominalnej a ordinalnej
urovni (v nasom priklade pohlavie avzdelanie). Pri nominalnych a ordinalnych
premennych si vo vysledkovej casti (Results) nev§imame tabulku Descriptive
Statistics, pretoze tato tabulka ponuka informacie nielen o poéte participantov
(Valid), chybajucich datach (Missing), ale aj o priemere (Mean), Standardnej odchylke
(Std. Deviation), minimalnej a maximalnej hodnote (Minimum, Maximum), ktoré pri
premennych meranych na nominalnej a ordinalnej trovni nesledujeme. Pre tieto
premenné potrebujeme tabulku zobrazujicu pocetnosti. Zvolime si preto v Casti
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Tables moznost’ Frequency tables (Obrazok 14). Vo vysledkovej Casti sa zobrazia
frekvenéné tabulky (Frequency Tables), zktorych vieme vy¢itat pocetnosti
jednotlivych kategorii kazdej sledovanej premennej. V naSom priklade to znamena,
ze vyskumu sa zcastnilo 143 muzov (45,25%) a 173 zien (54,75%); 16 participantov
(5,06%) malo zakladné vzdelanie, 37 (11,71%) mala stredoskolské bez maturity, 175
(55,38%) mala stredoskolské s maturitou, 48 (15,19%) vysokoskolské 1. stupna, a 40
(12,66%) vysokoskolské 2. stupnia.

= 5 W B B 2 % A

Edit Data Descriptives T-Tests ANOVA Mixed Models ~ Regression  Frequencies Factor
| Descriptive Statistics (RN - Eol i B<BRE - e
Descriptive Statistics
/D L ] Vet
/ C hlavi
& vk & ponavie Descriptive Statistics
/ CRT pre il vzoelanie
CRT post pohlavie  vzdelanie
& ENP K Valid 316 316
# ENP_Py Missing 0 0
. Mean
ENP_Pa Sid. Deviation
M Minimum
£ Enl Maximum 5
& ENVI
& crRTM
& CR12 Frequency Tables
& CRT3
& CRT4 Frequencies for pohlavie
& CRTS < pohlavie  Frequency  Percent  Valid Percent  Cumulalive Percent
& CRTE Sl muz 143 453 483 453
ol ENP1 L4 zena 173 54.7 547 100.0
Missing 0 a0
Transpase descriptives table L Bl ey
> Stalistics
Frequencies for vzdeianis
> Basic Plots vzdelanle  Frequency Percent Valid Percent  Cumulative Percent
» Customizable Plots 1 18 54 5.1 54
2 37 "7 nr 168
3 75 654 554 722
; o 075

5 40 127 127 100.0
Stem and eatiabies - . 50

Total 316 100.0
‘Maximum distinct values 10 -

Obrazok 15  Deskriptivna Statistika — nominalne a ordinalne premenné

Na tomto mieste si spravime prakticki odbocku ktomu, ako sa
pohybovat’ v prostredi JASP, ked’ uz pracujeme S analyzami. Ak sa
chceme vratit’ do Casti dat, mozeme kliknit’ v hornej ponuke na sekciu
Edit Data (a spat’ k analyzam sa vratime tym, ze v tej istej ponuke
zvolime sekciu Analyses). Druhou moznostou je kliknutie na Sipku
na lavej zvislej liste (Gplne na avom Kraji okna). Podobna lista je aj
uprostred okna aSipkou vnej si vieme rozsirit alebo zuzit okno
s vysledkami (tieto Sipky s listami funguju ako dvere ,rolldoor*
na skriniach).
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V druhom kroku do okna Variables presunieme premenné na kardinalnej urovni
(v nasom priklade napriklad priemerné skore konspiraénych presvedéeni ENP_K).
V zékladnej tabul’ke sa objavia vysledky uvadzajtce pocet participantov (valid), pocet
chybajucich udajov (missing), apriemerné skore (mean). Aby sme ziskali tdaje
ku vSetkym potrebnych deskriptivnym Statistikam, je potrebné rozbalit’ moznost
Statistics a navolit’ poZzadovan¢ tdaje (Obrazok 15). Mézeme zvolit’ vypocet medianu
(median), modusu (mode), standardnej odchylky (std. deviation), ale aj minimalne
skore (minimum), maximalne skore (maximum), ¢i iné ukazovatele. Rovnako mézeme
zvolit’ aj miery Sikmosti (Skewness) a $picatosti (Kurtosis).

V nasom priklade vo vysledkoch vidime, Ze vyskumu sa zucastnilo 316
participantov, priemerné skoére konSpiracnych presvedceni bolo 2,82 a Standardna
odchylka 1,02; median bol 2,67 (polovica participantov dosiahla skére nizsie ako 2,67
bodov), modus 2,5 (najéastejsie dosiahnuté skére bolo 2,5). Co sa tyka normality
rozlozenia dat, Sikmost’ (0,46) aj strmost’ (0,01) boli relativne nizke, takZze mézeme
usudzovat’ na normalne rozloZenie dat.

V niektorych pripadoch je potrebné alebo uzitocné poznat’ deskriptivne Statistiky
nie len celého suboru, ale aj jednotlivych podskupin, napriklad muzov a Zien, alebo
kontrolnej a experimentalnych skupin. Na to sluzi funkcia Split (Obrazok 16) —
do tejto kolonky zadame premennt, podla ktorej bude cely subor rozdeleny
do jednotlivych podskupin. Vo vysledkov casti potom uvidime jednotlivé
deskriptivne Statistiky pre kazdi podskupinu (v naSom priklade pre muzov
a pre zeny).

Spominali sme, Ze normalitu rozloZenia dat kontrolujeme cez miery polohy
a variability, ale aj vizualne prostrednictvom grafu. Histogram (stipcovy graf)
rozloZenia dat vytvorime tak, Ze pri vypoéte deskriptivnych Statistik (Descriptives)
pre vybrané premenné pod oknom s premennym rozbalime moznost’ Basic Plots
a zvolime graf Distribution plots. V okne vysledkov sa objavi graf zobrazujici
distribuciu dat (Obrazok 17).
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Edit Data Descriptives

T-Tests

ANOVA

¥ Descriptive stics

] 12
£ vek

B’ i 7 P

Mixed Models

X % a

Regression

©

Variables
4 ENPK

&b pohlavie
sl vzdelanie
4 CRT_pre
4" CRT_post
4 ENP_Pv
& ENP_Pa
Faa 'l

£ Eal

& Enw
& CRT1
&, CcRT2
& CcRT3
& CRT4
& CRTS
& CRT8

‘Transpose descriptives table
¥ Statistice

Sample size
Valid

Missing

Quantiles
Quartiles
Cut points for:
Percentiles:

Central tendency
Mode
Median
Mean

Dispersion
Std. deviation
MAD MAD robust
IGR Variance
Range
Maximum

Minimurm

Coefficient of variation

Distribution
Skewness

Kurtosis
Shapire-Wilk test

Sum

Inference
5.E. mean
Confidence interval for mean
Width 95
Method | T mode v
Confidence interval for std. deviation

Width 95

Method | Analy square) ¥
Confidence interval for variance
Width (95

Method | Analy

Obrazok 16

Frequencies

Factor

Results

Descriptive Statistics

Descriptive Stafistics

ENP_K
Walid 316
Miszing (1]
Mode 2558
Median 2670
Mean 2817
Std. Deviation 1.023
Skewness 0.455
Std. Emor of Skewness 0.137
Kurtosis 0.010
Std. Emor of Kurtosis 0.273
Minimum 1.000

i 5.830

Deskriptivna Statistika — kardinalne premenné
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Edit Data

Descriptives

T-Tests

ANOVA Mixed Models  Regression

B M’ L7 B B X7 ST &

Frequencies

Factor

eee

v Descriptive Statistics

& D

& vek

41l vzdelanie
& CRT_pre
& CRT_post
# ENP_PV
# ENP Pa
Y

2 EA

Z ENVI
& CRT1
& CRT2
& CRT3
& CRT4
& CRT5
& CRT6
4l ENP1

0000

Variables
4 ENP.K

e

Split J
&, pohlavie

Results

Descriptive Statistics

Descriptive Statistics

ENP_K
muZ Zena

Valid 143 173
Missing 0 0
Mode 2510 2576
Median 2.670 2670
Mean 2813 2819
Std. Deviation 1.063 0992
Minimum 1.000 1.000
Maximum 5830 5670

Obrazok 17 Deskriptivna Statistika — funkcia Split

Edit Data Descriptives

ANOVA

%IIIII_I_E’ZIA—I—A

T-Tests

Mixed Models Regression Frequencies

¥ uescripuve

# IH
& vek

& pohiavie
sl vzdelanie
# CRT pre
# CRT_post
# ENP_Pv
# ENP_Pa
Fa

& EA

& ENVI

& CRT1

& CRT2
& CRT3
& CRT4
& CRTS
& CRT6

Transpose descriptives table

» Statistics

¥ Basic Plots

Distribution plots. Correlation plots

Display rug marks.
Bin width type  Sturges v

Categorical Plots
Pareto plots
Par

Variables

# ENPK

Spiit

A" AU e
Results

Deseriptive Statistics
ENP_K

Valid 316
Missing (1]
Mode 2558
Median 2670
Mean 2817
Std. Deviation 1023
Minimum 1.000

Descriptive Statistics

Maximum 5830

Distribution Plots
ENP_K
70 5
60 —
50 -
40 -
30 -
. . 20 =
N 10 =

0-

Interval plots
Q- plots

Counts

Pie charts

I
1

Obrazok 18 Deskriptivna Statistika — graf rozlozenia dat
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Ak mame mnoho kardinalnych premennych a vysledna deskriptivna
tabulka je prili§ dlha, mézeme vyuzit' funkciu Transpose descriptive
statistics a tabul’ka s vysledkami sa zmeni tak, Ze hodnoty v stipcoch sa
presunt do riadkov a naopak.

= B " [ ops pet X7 =T A

EditData  Descriptves  T-Tests ~ AMOVA  Mixed Models Regression Frequencies  Factor

v Descriptive Statistics 000 Results
A Variables
s © ] Descriptive Statistics
7 vk > / CRTpie P
& pohiavie # CRT post
2| il vedelanie & ENPK 3 Descriplive Siatistics
®| & cRT1 # ENP Py N CRTpre  CRTpost ENPK  ENPPv  ENP_Pa WM EAI ENVI
& CR12 # ENP_Pa
& CRT3 g Vabd 318 318 38 ne 316 318 38 318
7 En Missing 0 0 ] a 0 0 0 0
& CRT4 Mean 0467 0685 2817 2385 2758 0805 3894 3434
& CRTS 4 B Sid Devaion 0275 0224 1023 0812 1082 0198 0394 0956
& CRTS Minimum 0000 0280 1000 1000 100 0180 2650 1000
ol ENet Maximum 1.000 1,000 5830 4500 5630 1.000 5060 6000
ENPZ
ENP3.
ENPa
ENPS
* |l ENPE Spiit “
ol ENPT >
I Transpase descriptves table I
v v v v v m v -
— b
= |E " L7 T peT X7 =T A
dit Data Descriptives T-Tests ANOVA Mixed Models Regression  Frequencies Factor
v Desriptive Statistics 0000 Results
Variables
/o IH ~ Descriptive Statistics
& vek # CRT_pre
& pohisgie # CRT_post
2| sl vaelfnie # ENPK 2| | oesciotive Statistics
“| & CRT & ENP_Py “ Valid Missing Mean  Std Deviation  Minmum  Maximum
& CRT: # ENP_Pa
CcRT: PR CRT_pre 316 0 0.467 0275 0.000 1.000
& /B CRT_post 316 [ 0695 0224 0260 1.000
& CRT - ENP_K 36 0 2817 1.023 1.000 5.830
& CRT: 4 ENP_Pv 316 0 2385 0812 1.000 4500
& CRT ENP_Pa 316 0 2758 1.062 1.000 5830
ol ENP i 316 0 0695 0.198 0.140 1000
-l EAl 316 0 3664 0304 2680 5.080
ul ENVI 316 0 3434 0956 1.000 6000
ol ENP:
||I ENP:
sl ENP
* | al ENP Spiit <
al ENFgy >
Transpose descriptives table I
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5 Reliabilita

V ramci deskriptivnej Statistiky je ziaduce reportovat’ aj udaje o reliabilite
meracich nastrojov vzmysle ich vnitornej konzistencie, teda toho, nakolko
jednotlivé polozky nastroja spolu stvisia, v akom tesnom su vztahu. Ak by chcela
napriklad vyucujuca zhodnotit’ vase vedomosti z predmetu Statistika, nezadala by vdm
iba jednu ulohu, alebo by vam nepolozila iba jednu otazku. Takéto hodnotenie by totiz
nemuselo byt’ presné — otazka by vam nemusela sadnut’, alebo by sa tykala témy, ktora
vam robi problémy, no neodzrkadlovala by vaSe celkové vedomosti v danom
predmete. Takze aj vo vyskume si pripravime viac poloZiek, aby sme sa vyhli chybe
pri hodnoteni nejakej vlastnosti, preferencie, schopnosti, zru¢nosti a pod. Kedze
mame viac poloziek, musime vediet, nakol'ko sa skore z tychto poloziek priblizuje
ku skuto¢nému skore, teda nakol’ko je pouZity nastroj dobry, presny. Pri Skalovanych
polozkach (meranych na $kale s rozpatim, napr. od 1 do 5) sa najcastejSiec overuje
vnutorna konzistencia pomocou koeficientu Cronbachova alfa (), ktory je chapany
ako odhad korelacie medzi skutoénym skore a nameranym skore. Cronbachova alfa
hodnoti nakol'ko polozky nastroja zdiel'aji spolo¢nt1 varianciu, je ukazovatel'om toho,
nakol'’ko ma skuto¢né skore (latentna premenna) kauzalny efekt na merané polozky.

Koeficient alfa nie je dokonalym koeficientom, nie vzdy je jeho pouZitie
zmysluplné!! anie vzdy je vhodne interpretovany. Kritika alfy sa tyka viacerych
oblasti (Dunn et al., 2014), tie najhlavnejsie si zhrnieme. Hoci vo vSeobecnosti plati
uzus, Ze na to, aby sme mohli oznadit' nastroj za reliabilny, hodnoty vnutornej
konzistencie by mali byt’ nad hranicou 0,7 (alfa méze dosahovat’ hodnoty v rozmedzi
0 — 1), ide iba o ,,zvyk* bez racionalneho zakladu. Navyse, vypocet vnutornej
konzistencie je zavisly aj na pocte poloziek, takze pri kratkych nastrojoch je
akceptovatel'na aj uroven 0,6. Treba mat’ na paméti, ze vysoka alfa nemusi byt
ukazovatel'om vybornej vnutornej konzistencie nastroja, ale skor priliSnej obsahovej
pribuznosti poloziek. Napriklad alfa viac ako 0,9 mdze byt ukazovatelom toho,
ze polozky navzajom prili§ tesne korelujii, ¢o naznacuje, ze st takmer identické
(Miles & Banyard, 2007). Rovnako vysoka alfa nie je ukazovatelom
jednodimenzionality nastroja — nezabezpecuje, Ze nastroj pozostava len z jedného

11 Navyse, niekedy vobec nie zmysluplné reliabilitu nastroja overovat’. lde o pripady, kedy
je pre meranie premennej pouzity nastroj, ktory pozostava iba z jednej polozky, alebo nastroj,
ktory sice meraju jeden konstrukt, ale nepredpoklada sa, ze jednotlivé polozky budu spolu
korelovat’ (suvisiet’), napr. konstrukt ,,zivotny §tyl“ merany cez mnozstvo pohybu, stravu,
spanok.
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faktora. Dal§im slabym miestom Cronbachovej alfy je skuto¢nost,
ze V spoloCenskych a humanitnych vedach je vidcSina nastrojov aich poloziek
meranych na ordinalnej trovni a alfa je zaloZzena na Pearsonovych korelaciach (viac
0 korelaciach v kapitole 9 Korelacie), preto méze dochadzat’ k skresleniu. Alfa je
navyse zavisla od velkosti stiboru a je citliva aj na heterogénnost’ poloziek.

Vzhl'adom na uvedent kritiku sa Vv si¢asnosti odporica na meranie vnitornej
konzistencie nastroja skor pouzivanie koeficientu McDonaldova omega (w), ktory
na vypocet zdiel'anej variancie vyuziva faktorovo-analyticky pristup (Dunn et al.,
2014).

Specifickym pripadom, kedy nie je vhodné poditat’ ani alfu ani omegu st
dichotomické polozky, teda také, kde skorujeme iba dve hodnoty. Napriklad test, kde
moze participant ziskat’ 0 bodov za nespravnu odpoved’ a 1 bod za spravnu odpoved’.
V takomto pripade sa odporiica na meranie vnutornej konzistencie nastroja vyuzit
vzorec Kuderu a Richardsona. V kazdom pripade plati, ¢im viac sa koeficient
reliability priblizuje 1, tym lepSia je vnutorna konzistencia nastroja.

Ak su vnastroji polozky sroznou obtaznostou, pouzivame Kuderov-
Richardsonov vzorec ¢. 20

%*(1—219*@

62

KRZO =

K — pocet poloziek

. , , v pocet spravnych odpovedi
p — podiel spravnych odpovedi na polozku ( pgéet v§:t Kjeh odpovedi 1)
g — pocet nespravnych odpovedi na polozku (1 — p)

(Zp*g — sumar p*q pre vsetky polozky)

82— rozptyl (Standardné odchylka na druht)

Ak st vnastroji polozky srovnakou obtaznostou pouzivame Kuderov-
Richardsonov vzorec ¢. 21
M * (K —M)

K = 82 )

K
KRy = ——# (1
K—-1

K —pocet poloziek
M — priemer sumarnych vysledkov
82— rozptyl (3tandardna odchylka na druhu)
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Odhad reliability meracieho nastroja mozno robit’ viacerymi sp6sobmi, ako uz
spominanu vnutornu konzistenciu nastroja, ale aj ako mieru stability v ¢ase a mieru
ekvivalencie. Prehl'ad metéd na overovanie jednotlivych typov reliability najdete
v kapitole 12 Prehlad analyz.
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5.1 Vypocet vnitornej konzistencie

Na vypocet vnutornej konzistencie — reliability meracieho nastroja potrebujete
vyuzit' funkciu Reliability. V starSich verziach JASP sa vypocet reliability nachadzal
v ponuke Descriptives. A aktualnej verzii je uz samostatnym modulom, nie je vSak

v zékladnej ponuke modulov. Preto je potrebné najskor kliknut na ikonu =< vpravo

hore a zvolit' moznost’ Reliability. Nasledne v ramci modulu Reliability zvolime
moznost Unidimensional Reliability (Obrazok 18). Zo zoznamu premennych
vyberieme a presunieme do okna Variables nie premenné, ale konkrétne polozky
nastroja, ktory chceme overit. V nasom priklade budeme overovat reliabilitu
dotaznika ENP, preto do sekcie Variables presunieme vsetky polozky dotaznika ENP
(Obrazok 18). Rozbalime moznosti Analysis, kde mozeme pre porovnanie zvolit
okrem McDonaldovej omegy aj vypocet Cronbachovej alfy.

v PV v ‘v v v N ¥
p +¥ 0 \

= 5 W i B BT X7 T AT @

e Edit Data Descriptives T-Tests ANOVA Mixed Models Regression Frequencies Factor Reliability

T =TT

v Unidimensional Reliability 0®090 Results
Variables
& VM1 5 > Unidimensional Reliability
VM2 ¥ ENP1
g -
& w3 ' ENP2
.
& VM4 ¢ ENP3 Frequentist Scale Reliability Statistics
Y ENP4
& VM5 A 95% Cl
& Vme y Coefficient  Estimate  Std Eor  Lower  Upper
& M7 ¥ ENPG
EAS % ENP7 Coefficient w 0814 0015 0784 0844
o * ENPS Coefficient a 0798 0016 0767 0829
i FAR * ENPO Note. The following item correlated negatively with the scale
o FAB & ENP1
al EAls ENP10
iy
Wl EAS % ENP11
.
il EAB ENP12
.
al EAT % ENP13
.
al EAB Y% ENP14
.
|l EAn ENP15 <
¥ ENP16
Wl EAN il
v Analysis
Scale Statistics Individual ltem Statistics
Confidence interval 95 % Confidence interval 95 %
Coefficient w Coefficient w (if item dropped)
Coefficient a Coefficient a (if item dropped)
Guttman's A2
Split-half coefficient
Average interitem correlation Item-rest correlation
Mean Variance SD Mean Variance SD

Obrazok 19 Reliabilita — vypocet Cronbachovej alfy a McDonaldovej omegy
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Vo vysledkoch z tabul’ky odéitame hodnotu Cronbachovej alfy a McDonaldovej
omegy — vidime, Ze Vv tomto pripade je Cronbachova alfa 0,798 a McDonaldova
omega 0,814. Hodnoty su dostato¢ne vysoké na to, aby sme mohli konstatovat,
ze dotaznik ENP ma dobra vnutornt konzistenciu.

V pripade, ze by mal nastroj nizku hodnotu vnutornej konzistencie, je mozné
spravit’ dodatoény krok a podrobit’ polozky nastroja detailnejSej analyze, aby sme
zistili, ¢i nie je v nastroji polozka, ktora je ,,problémova“, ktorej pritomnost’ zniZuje
vnutornu konzistenciu celého nastroja. V takomto pripade mézeme vyuzit' funkciu
If item dropped. Tato funkcia odhali polozky, ktoré znizuju vnitornu konzistenciu
a po vyluceni alebo preformulovani (v budicom vyskume) ktorych koeficient omega,
resp. alfa, stipne (na Obrazku 19 je ukazka pre dotaznik ENP). V mozZnostiach
Analysis v asti Individual Item  Statistics zvolime McDonald’s o
(if item dropped). Vo vysledkoch vidime, Ze McDonaldova omega pre ENP je
o = 0,814. V druhej tabul’ke st zobrazené jednotlivé polozky a hodnoty, na ktoré by
omega stupla, ak by sme ti — ktor polozku vyladili. V tomto pripade by reliabilita
stipla nad 0,814 v pripade, ak by sme vylucili polozku ENP1, a to na 0,838. Pri takto
vysokej vnitornej konzistencii nastroja to vSak nedava zmysel. Aj s touto polozkou
ma nastroj velmi uspokojiva vniitorni konzistenciu. Ak by sa vSak hodnoty
pohybovali pod odporuc¢anou hodnotou 0,7 a vylicenie niektorej polozky by malo
za nasledok zvySenie vnutornej konzistencie na vysSie hodnoty, je vhodné tento
postup zvazit (€o so sebou samozrejme obndSa aj prepocitanie skore daného
dotaznika/dimenzie bez vylucenej polozky/poloziek, a opdtovné prepocitanie
deskriptivnych Statistik). Pripominam vsak, ze vypocet vnutornej konzistencie je
V podstate zavisly aj na pocte poloziek, takze pri kratkych meracich nastrojoch je
akceptovatel'na aj uroven vnatornej konzistencie 0,6.
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Edit Data Descriptives T-Tests ANOVA Mixed Models Regression Frequencies Reliability
=]
v Unidimensional Reliability 9QP00 Results
[ Variables
& v 1 > - Unidimensional Reliability
& ™2 ¥ ENP1
& vma ¥ ENP2
o & vme Y ENP3 Frequentist Scale Reliability Statistics
°| & v ; E:: 95% CI
& Vme Coefficient Estimate Std. Error Lower Upper
& w7 ¥ ENPS
al EA % ENP7 Cosficient w 0.814 0015 0784 0844
EAI 7 ENP8 Note. The following item correlated negatively with the scale:
ul ENP1
al EAB ¥ ENPY
al Al ¥ ENP10
al EAIS ¥ ENPH Frequentist Indvidual ltem Reliability Statistics
al EAB ¥ ENP12 -
7 ENP13 Coefficient w (if item dropped)
sl EA7 ftem  Estmate  Lower95%Cl _ Upper 95% CI
al EA ¥ ENP14
|l EAs % ENP15 ENP1 0838 0812 0864
ENP16 ENP2 0813 0783 0843
ail EAT L A L ENP3 0806 0775 0837
ENP4 0804 0772 0835
v Analysis ENPS 0812 0782 0842
ENPG 0798 0.765 0.830
Scale Statistics Individual Item Statistics ENP7 0805 0774 0836
= S ENP8 0.806 0775 0837
e asios 13 e (35|12 ENPO 0797 0764 0.830
Coefficient w Coefficient w (if item dropped) ENP10 0.802 0770 0833
ENP11 0.805 0774 0.836
Coefficient a Coefficient a (if item dropped) ENP12 0795 0.762 0828
Guttman's A2 Guttman's A2 (if item dropped) ENP13 0.804 0772 0.835
ENP14 0.799 0767 0832
- Split-half coefficient Split-haif coefficient (if item dropped) ENP15 0.806 0.775 0.837
b ENP16 0.800 0768 0832
Avacage intarhem oofraiatio flam- st corrsiation ENP17 0.802 0770 0834
Mean Variance SD Mean Variance SD ENP18 0.798 0.765 0.830

Obrazok 20 Reliabilita — funkcia If item dropped
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6 Inferencna statistika
- uvod do testovania hypotéz

Deskriptivna  Statistika sluzi na opisanie dat, sktorymi pracujeme.
No vo vyskume potrebujeme vécsinou spravit’ krok d’alej a polozit’ Si aj zlozitejsie
otazky. Vyskumy sa realizuju, aby sme overili, otestovali teoretické principy, aby sme
hladali odpovede na vyskumné otazky, aby sme overovali vyslovené hypotézy.
V takychto pripadoch sa opierame o inferenc¢nu Statistiku, ktora ide nad ramec
deskriptivnej Statistiky a slizi na vytvaranie inteligentnych odhadov (Miles &
Banyard, 2007). Inferen¢na Statistika sluzi na to, aby sme robili zavery tykajuce
velkych stborov (populacii) na zaklade zisteni ziskanych z malych suborov
(vyskumnych vzoriek; Hanna & Dempster, 2012).

Ak zistime, Ze za ro6znych podmienok sa data spravaju odliSne, moze to mat’ dve
pric¢iny. Bud’ ide o to, ze r6zne podmienky maju vplyv (efekt) na sledované premenné
(napriklad, ziaci, ktori sa prezivaji zvySenu tizkost’, podavaju slabsie vykony), alebo
ide iba 0nahodu, nahodnt chybu, ktora nereprezentuje realne vztahy medzi
premennymi. Aby sme vedeli odlisit’, kedy sa jedna o efekt a kedy 0 nahodnu chybu,
vyuzivame prave inferencnu Statistiku. A kedZe inferencnad Statistika stavia
na pravdepodobnosti, v kratkosti si pravdepodobnost’ predstavime.

6.1 Pravdepodobnost

Na prvy pohlad sa pravdepodobnost’ javi ako nieCo jasné a samozrejmé.
V beznom zivote hovorime o pravdepodobnosti toho, ¢i bude prsat’, ze sa par zijuci
Vv susedstve rozide, alebo ze na kocke hodime cislo 5. Napriek tomu mnoho l'udi
s pravdepodobnost’ou nepracuje spravne. Pri¢inou je skuto¢nost’, Ze pravdepodobnost’
je kontra-intuitivna, ide proti spdsobu, akym bezne premyslame. Ked hrame Clovece,
nehnevaj sa, a niekol’ko kol za sebou hodime nizke ¢isla, hovorime si, Ze uz predsa
musi padnat’ Sestka, lebo uz dlho nebola. Toto je naSe intuitivne rozmyslanie.
V skutocnosti pravdepodobnost’, ze hodime Sestku je pri kazdom jednom hode
rovnaka. Kocka totiz ,,neberie do uvahy“—na rozdiel od nas—to, aké ¢isla sme hodili
v predchadzajucich kolach.

V ramci Statistiky moéze pravdepodobnost’ dosahovat’ hodnoty od 0 po 1
(v beznom Zivote ¢asto hovorime, Ze je 10% pravdepodobnost’ prehanok, alebo ze je
Sanca 50:50, Ze padne znak ked” hodime mincou). Udalost, ktord ma
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pravdepodobnost’ 0 je udalost, ktora sa urCite nestane, za Ziadnych okolnosti.
Na druhej strane, udalost, ktora ma pravdepodobnost’ 1 je udalost’, ktord urcite
nastane, bez ohl'adu na okolnosti. Vypocitat' pravdepodobnost’ udalosti si vyzaduje,
aby sme poznali pocet Zelanych vysledkov (napriklad k vyhre potrebujem, aby som
na kocke hodila ¢islo 6, teda pocet Zelanych udalosti je 1) a pocet vSetkych moznych
vysledkov (v tej istej hre je pocet moznych vysledkov 6, pretoze kocka ma 6 stran
amodze padnut’ ktorakol'vek z nich). Pravdepodobnost, Ze vyhram hru tym, ze na
kocke hodim ¢islo 6, je 1 : 6, teda 0,17. Keby v tej istej hre potrebujem k vyhre hodit’
¢islo 4 alebo 6 (pocet zelanych udalosti je 2, lebo k vyhre mi pomdze tak 4 ako aj 6),
tak pravdepodobnost’ vyhry je 2 : 6, teda 0,33. Hodnoty pravdepodobnosti si vieme
premenit’ aj na % jednoduchym vynasobenim pravdepodobnosti hodnotou 100 — takze
pravdepodobnost’, Ze hodim 6 je 0,17 * 100 = 17%, resp. Ze hodim bud’ 4 alebo 6 je
0,33 % 100 = 33%.

Okrem takejto jednoduchej pravdepodobnosti sa Vv zivote, Statistiku
nevynimajlc, stretneme aj sinym typom pravdepodobnosti, s podmienenou
pravdepodobnostou. lde o pravdepodobnost’ udalosti, ktorej vyskyt zavisi od inej
udalosti. Napriklad, u fajciarov je 5-nasobne vysSia pravdepodobnost’, Ze dostant
infarkt. To znamena, vyskyt udalosti ,infarkt“ zavisi od udalosti ,,fajéenie*
(ale samozrejme aj d’alSich, ako genetika ¢i Zivotny $tyl).

A ako teda realne vyuzivame pravdepodobnosti vo vyskume av Statistike?
Z metodologie vieme, ze bezne vyskumy nerealizujeme na celych populaciach, ale iba
na ich reprezentativnych ¢astiach — na vyskumnych stboroch. Napriek vsetkym
vyhodam, ktoré pozorovanie vyskumnych suborov prinasa, musime si byt vedomi, Ze
to, ¢o odpozorujeme na vyskumnom subore, nemusi vzdy reflektovat’ realitu, teda to,
¢o by sme pozorovali, ak by sme sledovali celt populaciu. Ak je rozdiel medzi tym,
ako sa sprava vyskumny stubor a ako populacia, hovorime o vyberovej chybe (Dancey
& Reidy, 2017). Idealna situacia pre vyskumnika je, ak k takejto vyberovej chybe
nedochadza a vzorka reprezentuje celt populaciu. To je v8ak vzacny jav. Preto ako
vyskumnici potrebujeme poznat’ (vediet’ vypocitat’), aka je pravdepodobnost’, ze to,
¢o nameriame, je v zhode s realitou, respektive aka je pravdepodobnost’, ze ked’ sa
budeme riadit’ naSimi zisteniami, ze sa mylime (a ako velmi sa mylime)? A tu
prichadza k slovu spominana pravdepodobnost’, a doteraz nespominané testovanie
hypotéz.
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6.2 Testovanie hypotéz

V ramci inferencnej Statistiky je naSou snahou robit’ zavery z dat, z toho,
¢o pozorujeme. Vo vyskume sa snazime porozumiet vztahom a pri¢inam. Na to
vyuzivame pozorovanie vyberovych suborov z populécie, a ako uz vieme, ked
pracujeme so vzorkou, je mozné, Ze sa dopustime vyberovej chyby a nasledne
nevieme, Ci zistenia z nasej vzorky reflektuju to, €o sa deje aj v populdcii alebo st iba
vysledkom chyby. Pravdepodobnost nam na tomto mieste mdze velmi dobre
posluzit. Vdaka tomu, ze dokdzeme vypocitat’ pravdepodobnost’ chyby, vieme sa
rozhodnut’, ¢i su naSe zistenia skor Vv sulade s realitou v populacii alebo su skor
vysledkom chyby. Ak je $anca, Ze zistenia st vysledkom nahody mala, potom si
moézeme dovolit’ vyslovit' zaver, ze nasa vzorka S vysokou pravdepodobnostou
reflektuje populaciu. Pri testovani hypotéz hl'adame dokazy o tom, ¢i st sledované
vzt'ahy Statisticky a vecne vyznamné.

6.2.1 Statisticka vyznamnost

Do vyskumu vstupujeme s nejakym vyskumnym problémom, mame stanoveny
vyskumny ciel’, na zaklade ktorého vyslovujeme hypotézy o populécii. Tieto hypotézy
nasledne testujeme, ana =zaklade vysledkov hypotézy podporujeme alebo
zamietame®?. Vo vSeobecnosti je hypotéza predpoklad, tvrdenie, pravdivost’ ktorého
overyjeme vyskumom, priCom testovanie hypotéz (a ztoho vyplyvajuce
vyvodzovanie zaverov) ma vzdy iba pravdepodobnostny charakter. Testovanie
hypotéz je systematicky proces, ktory vedie k rozhodnutiu, ¢i vysledky vyskumu
podporuju hypotézu platnii pre populaciu. V kazdom vyskume si musime v prvom
kroku stanovit’ nulovt a alternativnu hypotézu, hoci sa za beznych okolnosti v zavere
vyskumu vyjadrujeme iba k alternativnej hypotéze.

Nulova hypotéza (Hg) je tvrdenie otom, Ze skiimany efekt v populacii
neexistuje, ze sledované populacie (skupiny) su identické alebo Ze priemery populacii
(skupin) s rovnaké alebo ze korelacia je nulova. Nulova hypotéza nie je predpoklad
0 tom, ¢o budeme pozorovat, je to tvrdenie otom, aka je populdcia (vzhl'adom
na skimané javy), z ktorej vyberame vyskumnti vzorku (Coolican, 2019). Ak je nizka

12K ed sa chceme dopracovat k poznaniu, jeden vyskum nie je postadujuci, jednym vyskumom
nie je mozné ziskat’ jednoznac¢né odpovede na vyskumny problém, otdzku. V praxi sa preto
realizuje séria vyskumov, ktoré nie len Ze prindsaju odpovede, ale Casto generuji nové otazky
a hypotézy. Tie sa nasledne testujii v novych vyskumoch. Takouto systematickou pracou sa
mozno dopracovat’ k mnoZstvu informacii — dokazov, na ktorych mozno stavat’ zdvery (Hanna
& Dempster, 2012).
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pravdepodobnost’ toho, Ze je nulova hypotéza platna, potom tito nulovi hypotézu
zamietame v prospech alternativnej hypotézy. Alternativna hypotéza je predpoklad
0 tom, Ze skumany efekt budeme pozorovat’ v ramei vyskumného suboru (ze buda
rozdiely medzi skupinami, priemery populacii nebudu rovnaké, korelacia nebude
nulova; Coolican, 2019). Nulova hypotéza nevyjadruje to, ¢o oCakavate, Ze zistite;
vaSe ocakavania budu vyjadrené alternativnou hypotézou. Napriek tomu, je to prave
nulova hypotéza, ktorti v ramci inferencnej Statistiky testujeme, resp. testujeme jej
pravdepodobnost’ (Miles & Banyard, 2007).

Pri testovani rozdielov moéze mat alternativna hypotéza dve podoby:
jednosmerna (one-tailed) alebo dvojsmerna (two-tailed). Jednosmernd hypotéza
vyjadruje, Specifikuje smer efektu, napriklad ze jedna skupina dosiahne vyssie skore
ako druha skupina, alebo Zze vztah medzi premennymi bude pozitivny. Nulova
hypotéza k jednosmernej alternativnej hypotéze by tvrdila, Ze rozdiel medzi
skupinami neexistuje alebo je v opa¢nom smere, ako predpokladame v alternativne;j
hypotéze, resp. vztah medzi premennymi neexistuje alebo ma opacny smer ako
predpokladame v alternativnej hypotéze. Napriklad, ak by sme predpokladali, Ze Ziaci
3.A dosiahnu lepsie znamky z matematického testu ako ziaci 3.B, nulova hypotéza by
znela, ze medzi ziakmi 3.A a 3.B nie st rozdiely v znamkach z matematického testu
alebo ziaci 3.A maji horSie znamky ako Ziaci 3.B. Iny priklad. Ak by sme
predpokladali, Ze medzi znamkami z matematiky a z fyziky existuje pozitivny vzt'ah,
nulova hypotéza by znela, Ze neexistuje vztah medzi znamkami z matematiky
a z fyziky alebo je tento vzt'ah negativny.

Niekedy ale vo vyskume predpokladame efekt jednej premennej na druhu,
ale nevieme ur¢it' aky bude mat’ smer. V tom pripade formulujeme dvojsmernii
hypotézu, Vv ktorej  predpokladdme  rozdielne  skore medzi  dvoma
skupinami/meraniami alebo predpokladame vztah medzi premennymi, a to bez toho
aby sme Specifikovali smer vztahu. V takomto pripade nulova hypotéza znie: rozdiel
medzi skupinami/meraniami neexistuje, resp. vztah medzi premennymi neexistuje.

V Statistike sa musime zmierit' so skutocnostou, ze vysledky inferencnej
Statistiky nam nepovedia, ako sa veci redlne maji, povedia nam ,iba“, aka je
pravdepodobnost’, Ze by sme pozorovali (namerali) to, ¢o sme pozorovali
vV naSom vybere za podmienky, Ze je nulova hypotéza pravdiva. Inymi slovami,
netestujeme pravdepodobnost, Ze je nulova hypotéza pravdiva, ale pravdepodobnost’
toho, Ze by pozorovany jav opakovane nastal v pripade, ze by bola nulova hypotéza
pravdiva. V psychologii a Vv pribuznych disciplinach je ustalena hranicna hodnota
pravdepodobnosti na 0,05 (ha 5%), oznacujeme ju aj hladina vyznamnosti alfa (a).
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Hladinu vyznamnosti si stanovujeme vopred, aj ked’ vac¢Sinou sa drzime konvencie
a ponechdvame ju na zauzivanej tirovni 0,05%,

Pomocou Statistickych testov po¢itame hodnotu Statistickej signifikancie p: ak je
pravdepodobnost’ nizsia ako uvedenych 0,05, hovorime, ze vysledok je Statisticky
vyznamny (signifikantny),. Znamena to, ze existuje pravdepodobnost’ mensia ako 5%,
Ze udalost’ nastane za podmienky, Ze je nulova hypotéza pravdiva (Coolican, 2019;
Dancey & Reidy, 2017; Foster et al., 2018; Miles & Banyard, 2007).

Predstavme si bazén naplneny gul6¢kami modrej a zelenej farby, pri¢om
gul'6¢ky maju réznu vahu. V naSej nulovej hypotéze tvrdime, ze medzi modrymi
a zelenymi gul6ckami nie su vyznamné rozdiely vo vahe. Predpokladame vsak
(alternativna hypotéza), ze sa modré a zelené gul'6¢ky vV naSom vybere budu odliSovat’
¢o sa tyka ich vahy. Spravime vyskum. Z bazéna nahodne vytiahneme 100 gul'6¢ok
(snazime sa, aby sme mali rovnaky pocet zelenych a modrych) a poznac¢ime si farbu
a vahu kazdej z nich. Zistime, Ze priemerna vaha modrych gul'6¢ok je vysSia ako
priemerna vaha zelenych gul6cok, a Ze tento rozdiel je vyznamny na hladine
vyznamnosti p = 0,030. Spat k hypotézam: ak plati nulova hypotéza, ateda
ze gul'6¢ky v bazéne maju (priblizne) rovnakl vahu, tak pravdepodobnost’ toho, ze by
sme namerali rozdielne vahy modrych a zelenych gul'6¢ok je iba 3%, teda vel'mi
nizka. Uvedeny vysledok preto nie je 0 tom, ze sme mali ,,St’astie” a namerali sme
rozdiely, ale smeruje skor k tomu, Ze v bazéne s naozaj gul'd6cky roznej vahy a ze
vaha suvisi s farbou gulocky (a ze nulova hypotéza neplati). Zamietame nulovil
hypotézu v prospech alternativnej hypotézy.

Ukazme si to eSte na inom priklade. Predstavte si, Ze ucite matematiku a chcete
zistit, ¢i mé pohlavie vplyv na tspeSnost’ v matematickych ulohach. Otestujete si teda
ziakov niekolkymi matematickymi tlohami. V tomto pripade by sme v nulovej
hypotéze tvrdili, Ze vykon chlapcov a dievcat v matematickych ulohach je vyrovnany
(nie su ziadne rozdiely medzi chlapcami a dievCatami). Alternativna hypotéza by
znela nasledovne: predpokladame, Ze budu rozdiely medzi chlapcami a dievcatami vo
vykone v matematickych tlohach (hypotézu by sme samozrejme opierali o relevantné
zdroje). Zistili by sme, 7ze namerané rozdiely su Statisticky vyznamné, pretoze
p =0,020. To znamena, ze pravdepodobnost’ toho, Ze by sme namerali rozdiely medzi
chlapcami a dievéatami—za predpokladu, ze v populacii tieto rozdiely neexistuju (ak

13V niektorych pripadoch je moZné stanovit’ si hranicu $tatistickej vyznamnosti aj na troveh
0,01, napr. ked potrebuje vyskumnik prisnejSie kritérium, ked” od vysledku testovania
hypotézy zavisi ,,vela”, napr. ak by vysledok testovania hypotézy viedol k nasadeniu
nespravnej terapie, alebo ohrozeniu zdravia.
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plati nulova hypotéza)—je iba 2%. lde 0 nizku pravdepodobnost’, a zaver znie, Ze je
pravdepodobné, ze aj v populécii tieto rozdiely realne su. Zamietame nulova hypotézu
(nie st rozdiely medzi chlapcami a dievc¢atami) a nasimi zisteniami podporujeme
alternativnu hypotézu (predpoklad o rozdieloch medzi chlapcami a diev¢atami).

6.2.2 ChybytypuIall

Ako ste uz zrejme postrehli, v psychologii a v pribuznych vedach zbierame
dokazy, ktoré sa tykaju predpokladov, hypotéz, no napriek tomu nemame 100% istotu,
Ze naSe zistenia su naozaj pravdivé. Preto si stanovuje hladinu vyznamnosti, aby sme
si nastavili mieru, do akej si dovolime mylit’ sa — pri hladine vyznamnosti 0,05 je to
maximalne 1 z20 pripadov, kedy zamietneme nulovi hypotézu ked ta je
Vv skutoCnosti pravdiva. Stale vSak treba mat’ na pamiti, ze aj ked dosiahneme
vyznamny vysledok, mo6ze sa jednat' iba o vysledok nahody. V takomto pripade
hovorime o chybe typu I, chybe, Ze odmietneme nulovt hypotézu, ked’ je pravdiva
(Coolican, 2019). Stanovenim hladiny vyznamnosti alfa robime rozhodnutie o tom,
aka je najvyssSia akceptovana pravdepodobnost, Ze sa dopustime chyby typu L.
Aby sme ako vyskumnici eliminovali chybu typu I, jednotlivé vyskumy replikujeme,
opakujeme. Ak ziskame vyznamny vysledok v jednom vyskume, mo6ze ist’ o nahodu,
ak podobny vysledok ziskame v dvoch, troch, desiatich vyskumoch, $anca, ze ide
0 vysledok nahody sa vyznamne znizuje (eliminujeme tak chybu typu I).

Inym sposobom, ako mdzeme redukovat” pravdepodobnost’ chyby typu I je
znizenie hladiny vyznamnosti (napr. na urovein 0,01). Tym sa vSak vystavujeme
riziku, Ze sa dopustime inej chyby, chyby typu 1. Chyba typu II nastava vtedy, ked’
sa drzime nulovej hypotézy, ked t4 v skutocnosti nie je pravdiva, resp. ked’ je
alternativna hypotéza pravdiva, ale my sme ziskali vysledok, ktory naznacuje, ze je
skor pravdiva nulova hypotéza. Chyby typu Il sa moze dopustit’ iba v pripade, ze je
nulova hypotéza v skuto¢nosti nepravdiva (chybu typu I oznacujeme aj ako £; Foster
et al., 2018). Tradi¢ne sa akceptuje pravdepodobnost’ chyby typu II nie viac ako 0,20
(20%), hovorime o Statistickej sile. Aby sme redukovali pravdepodobnost’ chyby typu
I1, mézeme zviacsit’ vel'kost’ siboru (ak napriklad v skutoénosti existuje rozdiel medzi
dvoma skupinami, potom ¢im vicsie vzorky porovname, tym je pravdepodobnejsie,
ze dosiahneme vyznamny vysledok). Sumar moznych vysledkov pri testovani hypotéz
je zobrazeny v Tabul’ke 5. To, Ze sa dopustime chyby typu I alebo II v§ak v kone¢nom
dosledku nevypoveda o tom, Ze by sme spravili nieco nespravne, tieto chyby st proste
nevyhnutnou stcast’ou statistickych analyz (Hanna & Dempster, 2012), no je potrebné
mat ich na zreteli najma pri vyslovovani zaverov a interpretacii zisteni.
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Tabul’ka 5 Mozné spravne a nespravne rozhodnutia v testovani hypotéz

nulova hypotéza je v skutocnosti:
pravdiva nepravdiva
alternativna hypotéza , .
zaver je podporend chyba typu I («) spravne rozhodnutie
Z testovania : : -
hypotéz: nesmieme zamietnut , .
nulovii hypotézu spravne rozhodnutie chyba typu I (B)

6.2.3 Vel'kost efektu a sila

Niekedy sa moze stat, ze vysledky signifikancie tesne atakuji hranicu 0,05,
inokedy su omnoho nizsie ako 0,01, to vSak neznamend, Ze mdézeme o jednom
vysledku povedat’, Ze je vyznamnejsi ako druhy. Hodnota vyznamnosti totiz zavisi
od viacerych faktorov: od typu testu, od velkosti vzorky, aj od velkosti efektu, ktory
skimame. Predstavte si, Ze mame dve skupiny Studentov, A a B, v kazdej je po 100
Studentov. Obom skupindm predstavime nového ucitel’a, pricom skupine B navyse
povieme, ze sa novy ucitel’ popri praci venuje charitativnej Cinnosti v zariadeni
pre 'udi bez domova. Nasledne Studentov poziadame, aby zhodnotili, do akej miery
je novy uéitel’ sympaticky na skale od 1 (vobec) do 10 (vel'mi). Zistime, ze v skupine
A bola priemerna hodnota sympatie uéitela 6,8 a v skupine B bola na urovni 7,6.
Po testovani hypotézy sme zistili, ze méZeme zamietnut’ nulova hypotézu, teda ze st
rozdiely ,,signifikantné®. Teraz si predstavme, Zze priemerné hodnotenie v skupine B
by bolo 7,2, a Ze testovanie hypotéz by nam opit’ ukazalo, Ze mdézeme zamietnut’
nulova hypotézu, ze rozdiely st ,,vyznamné“, inymi slovami, Ze platia aj pre
populaciu. Na tomto priklade vidime, Ze Statisticka signifikancia nam ukazuje, Ze
existuje efekt, no nehovori nam nic o jeho velkosti.

Velkost’ efektu (effect size) je miera, ktora poukazuje na skutocny efekt
Vv populacii, na skutocny rozdiel medzi priemermi dvoch skupin (ako vel'mi sa nieco
zmeni za Specifickych podmienok). Poznat' velkost’ efektu je potrebné najmi
vo vyskumoch, z ktorych chceme usudzovat na praktické dosledky a odporti¢ania
(Aron et al., 2014). Napriklad, ak by sme sledovali efekt intervenéného programu
zameran¢ho na zvySovanie empatie, pozorovali by sme dve skupiny, kde prva skupina
by absolvovala program (experimentalna skupina) a druha nie. V oboch skupinach by
sme Vv prvom kroku zmerali Uiroveni empatie a zistili by sme, Ze priemernd uroven
vSetkych zOcastnenych je pod priemerom populacie (o to viac by sme vnimali
zrealizovanie intervenéného programu ako dolezité). Zrealizovali by sme experiment
(teda prva skupinu by sme previedli intervenénym programom, druhi by sme
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ponechali bez zasahu) aznovu by sme uvSetkych zmerali Groveii empatie.
Testovanim by sme zistili, Ze doslo k posunu v prvej skupine v zmysle zvySenia
urovne empatie, a ze tento posun je Statisticky vyznamny. No pri blizSom pohl'ade
na vysledky by sme zistili, ze Groven empatie je stale pod priemerom v populdcii, a to
aj v experimentalnej skupine. CiZe hoci by boli vysledky $tatisticky vyznamné, realna
velkost efektu (hovorime 0 tzv. vecnej vyznamnosti) by bola mala — napriek posunu
v experimentdlnej skupine by si boli obe skupiny ucastnikov redlne stile vel'mi
podobné (v nizkej Grovni empatie).

Velkost efektu si vieme na hrubo vypocitat’ ako rozdiel medzi priemerom jednej
a druhej skupiny. Takto zisteny rozdiel ale neumoziiuje porovnat nase zistenia
Sinymi vyskumami (¢i uz naSimi alebo inych vyskumnikov) anie je
interpretovatel'ny, pretoZze nepozname varianciu sledovanych premennych. Preto je
potrebné mat’ vysledky v podobe, ktora je porovnatelna. Pre postdenie velkosti
efektu sa vyuZzivaju rézne koeficienty, podla toho, aké $tatistické analyzy vyuzivame:

- pri porovnavani dvoch skupin sa najCastejSie vyuziva koeficient
Cohenovo d, pripadne Hedgevo g alebo Glassova delta,

- pri overovani vzt'ahov prostrednictvom korelacii sa vyuziva koeficient
determindcie r% pri regresnych analyzach vyuzivame zas
mnohondsobny koeficient determindcie R?,

- pri porovndvani viacerych skupin (pri analyze rozptylu) sa vyuziva
najéastejsie eta #* alebo omega w?,

- pri skimani nominalnych premennych sa vyuZziva koeficient phi — @,
Cramerovo V alebo kontingencny koeficient.

Viac o jednotlivych koeficientoch velkosti efektu sa docitate pri jednotlivych
analyzach v nasledujucich kapitolach. Porovnanie jednotlivych koeficientov
vzhladom na velkost’ efektu najdete v kapitole 12 Prehlad analyz.

S velkostou efektu vel'mi izko suvisi Statisticka sila. Je to pravdepodobnost’, ze
sa dopracujeme K signifikantnym vysledkom, ak je alternativna hypotéza pravdiva
(Aron et al., 2014). Pozor, dblezita je podmienka — ak je alternativna hypotéza
pravdiva (v opaénom pripade by sa jednalo o chybu typu I; Coolican, 2019). V praxi
Statistickd sila vyjadruje pravdepodobnost, ze so vzorkou, ktord mam, dosiahnem
signifikantny vysledok. Vo vSeobecnosti je aktudlne vnimand ako prijatelna sila
aspon na urovni 80%.

Nesmieme zabudat’ na fakt, ze aj ked’ je alternativna hypotéza pravdiva, nie vzdy
musime ziskat’ vyznamné vysledky, napriklad ked’ nas vyber participantov z nejakého
dévodu nereprezentuje populaciu. Velkost’ vyskumného stuboru je preto d’alsi
faktor, ktory ovplyviuje Statisticku silu vyskumu. Takze tu mame velkost’ efektu
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a velkost’” vzorky, ktoré vyznamne ovplyviluju Statisticka silu. V spominanom
priklade s aplikovanim intervencie na zvySenie empatie sme mali dve skupiny po 100
l'udi. Pri oakévanej malej vel'kosti efektu (napr. 0,25) by bola sila 94%, to znamena,
ze by bola pravdepodobnost’ 94%, ze T'udia zo skupiny B by mali po intervencii
Statisticky vysSie skore empatie ako l'udia zo skupiny A. Odhadovant silu si vieme
vypoditat’ pomocou rdznych online kalkula¢iek a simulatorov?*, rovnako ako aj silu
efektu, ¢i vel'kost’ vzorky. Tieto kalkulacky su uzito¢né. Ked vopred viete, aka vel'ka
velkost’ efektu a sily by ste chceli dosiahnut, viete vypoditat’, aka velka vzorku
budete vo vyskume potrebovat'.

14 Napr. https://rpsychologist.com/d3/nhst/
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7 Testovanie rozdielov
(testovanie pomocou t-testov)

Pri testovani hypotéz sa velmi casto stretnete so situaciou, kedy budete
potrebovat’ testovat’ rozdiely medzi dvoma stbormi dat. Bud’ st to dva stbory dat
od jednej vyskumnej vzorky za dvoch réznych podmienok — hovorime o zdvislych
vyberoch (napr. meranie pred a po intervencii v jednej skupine osdb), alebo st to dva
stibory dat od dvoch roznych vyskumnych vzoriek — hovorime o dvoch nezavislych
vyberoch (napr. meranie v dvoch skupinach, ktoré chceme porovnat). V Specifickych
pripadoch mame k dispozicii iba jeden subor dat, ktory chceme porovnat’ s nejakou
znamou hodnotou — hovorime o jednom vybere.

Pri vybere vhodného Statistického testu mame k dispozicii dva zakladné baliky
testov. Ak mame primerane vel'ku vzorku a naSe data su distribuované priblizne
normalne, vyuzivame takzvané parametrické testy. V pripade, ze mame malu vzorku
a/alebo data nezodpovedaju normalnemu rozlozeniu, vyuzivame
tzv. neparametrické testy. V nasledovnych kapitolach si prestavime zékladné
Statistické parametrické testy a aj ich neparametrické alternativy.

Na zhodnotenie rozdielov medzi skupinami za pouZitia parametrickych testov sa
vyuzivaju tzv. t-testy, ktorych vysledkom je hodnota t. Statistickii vyznamnost
vysledku t-testu (hodnoty t) posudzujeme podra statistickej vyznamnosti p, teda podl’a
pravdepodobnosti, ze ziskame hodnotu testovacej Statistiky, ktora je vicsia alebo
rovna ako skuto¢ne ziskana hodnota za predpokladu, Ze je nulova hypotéza pravdiva.
Na zhodnotenie sily efektu sa pri porovnavani skupin za pouZitia parametrickych
testov najéastejSie vyuziva koeficient Cohenovo d (Aron et al., 2014; Cohen, 1988),
ktory moze nadobtdat’ akukol'vek hodnotu. Cohenovo d vyjadruje, do akej miery sa
sledované skupiny l'udi prekryvaju (zhoduj) v ich skore. Pre zhodnotenie toho, ¢o je
maly, stredny alebo vel’ky efekt sa opierame o konvenciu (Obrazok 20):

- malasila efektu: d do 0,2 — 0,5, prekryv skupin priblizne 85% (vi¢Sina
0s0b jednej skupiny sa zhoduje s vac¢sinou I'udi druhej skupiny),

- stredna sila efektu: d medzi 0,5 — 0,8, prekryv skupin priblizne 67%,

- velka sila efektu: d nad 0,8. prekryv skupin priblizne 53%.
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/ maly efekt

/ stredny efekt

velky efekt
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Obrazok 21 Velkost efektu — Cohenovo d

7.1 T-test pre jeden vyber(one sample t-test)

Ak mame data od jednej vzorky a chceme tato vzorku porovnat’ v sledovanej
premennej s nejakou znamou hodnotou, pouZijeme t-test pre jedenm vyber
(one sample t-test). Napriklad, mame skupinu $tudentov — budtcich ucitelov,
u ktorych sledujeme uroven vedeckého myslenia a chceme porovnat’ troven ich
vedeckého myslenia s tirovitou vedeckého myslenia v populacii. Informacie o vzorke
mame z merania a udaje o populacii sme ziskali z ¢lanku o vedeckom mysleni
Slovakov. TakZe v tomto pripade mame jednu vzorku a pozname hodnotu, ku ktorej
chceme nasu vzorku porovnavat’ (napr. priemerné skore populéacie). Predpokladame,
ze uroven vedeckého myslenia Studentov bude na vysSSej urovni ako je priemer
populécie (alternativna jednosmerna hypotéza). Aplikujeme pre porovnanie t-test pre
jeden vyber, ktorym testujeme nulova hypotézu: priemer vyberového suboru je
zhodny s priemerom populacie (znameho vyberového stiboru).

7.1.1 Vypocet t-testu pre jeden vyber

Vypocet t-testu pre jeden vyber si ukdzeme na priklade s vedeckym myslenim.
Okrem samotnych dat musime disponovat’ aj informaciou 0 vyske priemerného skore
z testu vedeckého myslenia populacie. Dajme tomu, Ze Groveni vedeckého myslenia
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Vv populécii je 0,72 (z maximalnej hodnoty 1, priCom 1 znamena 100% uspesnost’
Vv testoch vedeckého myslenia). V programe JASP v sekcii T-tests vyberieme
moznost One Sample T-Test. Zobrazi sa okno na vypocet t-testu pre jeden vyber
(Obrazok 21). Do okna Variables navolime premennt, ktoru sledujeme (v naSom
pripade vedecké myslenie VM) av ramciktorej chceme porovnavat vzorku
so znamou konstantou. V sekcii Tests do okna Test value vpiseme znamu konstantu,
s ktorou chceme porovnavat’ stibor, teda hodnotu 0.72 (pozor, v programe sa namiesto
desatinnej Ciarky piSe desatinna bodka, ale novsie verzie dokazu vami vpisani
desatinnu ¢iarku transformovat’ na bodku). Ked’ze sme si formulovali jednosmernt
hypotézu, v sekcii Alt. Hypothesis zvolime moznost’ > Test value, ktora vyjadruje nas
predpoklad, Ze uroven vedeckého myslenia Studentov bude na vyssej Grovni ako je
priemer populécie (v pripade dvojsmernej hypotézy by sme ponechali prednastaventi
moznost’ # Test value).”® Dalej, v sekcii Additional Statistics zaskrtneme moznosti
Effect size pre vypocet Cohenovho d a Descriptives pre vypocet deskriptivnych
Statistik (Obrazok 21).

B W’ L7 B BT X % AT @

Edit Data Descriptives  T-Tests ANOVA  Mixed Models Regression Frequencies Factor Reliability
T
v One Sample T-Test 000 Results
P Variables
n
# vek 12 W 2 W One Sample T-Test
& pohlavie
I

ull vzdeanie - One Sample T-Test

# CRT_pre - .

# CRT post t df 3 Cohen'sd  SE Cohen's d

# ENPK VM 2202 315 086 0124 0056

# ENP_Pv Note For the Student t1est, the allemative hypothesis specifies that the mean s

# ENP Pa greater than 0.72

2 EAl Note. Student's -test

Tests Additional Stalistics -

Descriptives
Student Location estimate
Wilcaxon signad-rank Descriptives
Z Test Effect size N Mean sD SE Coefficient of variation
> “
m Confidence interval VM 316 0685 0,168 0011 0.285
Descriptives

Alternative Hypothesis Vovk-Sellke maximum p-ratio
#Test value
O > Test value

< Test value

Assumption checks Plots.
Normality Descriptives plots

Q-Q plot residuals

Obrazok 22 Jednovzorkovy t-test (One Sample T-Test)

15 Rozdiel medzi jednosmernou (one-tailed) a dvoj-smernou (two-tailed) hypotézou zasadny,
pretoze ovplyviuje interpretaciu vysledkov a vypocet p-hodnoty, o ma priamy dopad na to,
¢i hypotézu zamietneme alebo nie. Pri jednosmernom teste je p-hodnota poloviéna oproti dvoj-
smernému, ak je efekt v o¢akavanom smere. Z1¢ nastavenie méze viest’ k nespravnemu zaveru:
jednosmerny test ma ,,nizsie* ndroky na dokaz a ak ho pouzijeme nespravne, mézeme ziskat’
falo$ny vysledok (lebo sme v skuto¢nosti nastavili podmienky testu tak, aby ,,to vyslo®.
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Vo vysledkoch vidime v prvej tabulke vysledky t-testu: hodnotu t, stupne
volnosti df*®, hodnotu pravdepodobnosti p (Statisticka vyznamnost) a velkost’ efektu
(Cohen’s d). V druhej tabul’ke vidime deskriptivne $tatistiky stiboru. Priemerné skore
vedeckého myslenia VM je 0,70 bodov!’ a priemerné skore porovnavaného siiboru
je 0,72, priemerny rozdiel medzi priemerom vzorky a zadanou znamou konstantou je
-0,02. Vysledok t-testu ukazuje, Ze tento rozdiel nie je Statisticky vyznamny
(p =0,986): pravdepodobnost’ toho, ze by sme nenamerali rozdiely medzi populaciou
a nasou vzorkou za predpokladu, Ze v populacii realne tieto rozdiely ani neexistuju
(teda Ze plati nulova hypotéza), je az 98,6% (p = 0,986). Mozeme konstatovat, ze
nami sledovany subor nema Statisticky vyznamne vyssie skore vedeckého myslenia
(M =0,70; SD = 0,20) ako je priemer populacie (M = 0,72).

Pri reportovani vysledkov uvadzame hodnoty t-testu (t), stupne volnosti
(df), hodnotu signifikancie (p) a hodnotu Cohenovho d v podobe (t(hodnota df) =
hodnota t-testu; p = hodnota signifikancie; d = hodnota Cohenovho d).

Priklad:

Jednovyberovy t-test nepreukazal signifikantny rozdiel vo vedeckom mysleni
V porovnani s priemerom populacie (t(315) = 2,202; p = 0,986; d = 0,124), participanti
dosahovali priblizne rovnako vysoké skore (M = 0,70; SD = 0,20) ako je priemer
Vv populacii (M = 0,72).

7.2 Studentov t-test pre dva nezavislé vybery

Predstavte si, Ze vo svojom vyskume sledujete vykon participantov a chcete
overit’ rozdiely napriklad medzi muzmi a Zenami. Ide o pripad, keby potrebujete
porovnat’ priemery dvoch suborov (skupin, vzoriek; medziskupinovy dizajn).
Podmienkou je, Ze tieto subory musia byt navzajom nezavislé, to znamena, ze kazdy
¢len mdze byt sucast'ou iba jednej skupiny. Hovorime o nezavislych suboroch.

18 Stupne volnosti oznaGované aj df (degree of freedom) pocitame ako N-1 (teda pri vzorke N
= 316, je df = 315). Stupne volnosti vyjadruji pocet skore, ktoré su ,,vol'né“ k variovaniu.
Tento koncept sa opiera o0 myslienku, Ze ak pozndme priemer populacie a pozname aspon
jednu hodnotu (skore), potom vsetky ostatné moézeme ,,variovat™, aby sme dosiahli uvedeny
priemer populacie. Napriklad, ak mame zmerané 3 hodnoty, ktorych priemer je 4 a jedna
z tychto hodnot je 8, potom zvy$né dve mdzu byt 2 a 2, alebo 1 a 3 — zvysné dve hodnoty
mbZeme variovat’; ak pozname priemer a jednu z troch hodn6t, potom mame 2 stupne vol'nosti
3-1=2).

7 priemer a §tandardnt odchylku zaokrahlujeme $tandardne na dve desatinné miesta
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V pripade, ze mate dostatocne velky vyskumny subor a hodnoty Sikmosti
a strmosti nepresahuju kritické hranice, modzete pri testovani hypotéz pouzit
parametricky test — Studentov t-test pre dva nezavislé vybery. V pripade, Ze si nie
ste isti, ¢i je vas subor dostatocne velky, alebo mate pochybnosti o hodnotach Sikmosti
a strmosti, mozete este overit’ normalitu distribucie dat a rovnost’ variabilit (odchylok)
zavislej premennej pre obe skupiny. Ak sa stane, ze niektora z podmienok normalnej
distribticie a rovnosti variabilit nie je splnena, je vhodnejsie pouzit’ neparametricky
test — Mann-Whitneyho U test. V JASP sa vypocet t-testu a overenie normality
distribucie dat arovnosti variabilit vykonava v spolocnom kroku (kapitoly
7.2.1 Vypocet t-testu pre dva nezavislé vybery a 7.2.2 Mann-Whitneyho U-test).

7.2.1 Vypocet t-testu pre dva nezavislé vybery

Ak by sme porovnavali vykon muzov a zien (dvoch nezavislych skupin) v ich
postojoch k ochrane zivotného prostredia, mohli by sme formulovat’ alternativnu
(dvojsmernt) hypotézu nasledovne: predpokladame rozdiely v postojoch k ochrane
zivotného prostredia medzi muzmi a Zenami. Nasim zamerom by teda bolo testovat’
nulovu hypotézu, ktora tvrdi, Ze medzi muzmi a Zzenami nie je vyznamny rozdiel v ich
postojoch k ochrane Zivotného prostredia.

V prvom kroku je vhodné pozriet’ sa na deskriptivne Statistiky (pozri kapitolu
4.3 Vypocet deskriptivnych Statistik) zavislej premennej (postojoch k ochrane
zivotného prostredia) u oboch skupin. Ked’ze vo vyberovom subore mame dostatocne
velkt vzorku (143 muZov a 173 Zien) aVramci sledovanej premennej ani jedna
Z hodnét Sikmost’ (-0,040 pre muzov a -0,116 pre zeny) a strmost’ (0,465 pre muzov
a 0,074 pre zeny) nie je podozrivo vysoka, mozeme sa spolahnit na Studentov t-test
pre dva nezavislé vybery.

Pre vypocet t-testu v sekcii T-tests vyberieme moznost’ Independent Sample
T-Test. Zobrazi sa ndm okno na vypocet t-testu (Obrazok 22). Do okna Variables
zvolime premennu (alebo aj viacero premennych), ktort sledujeme a v ktorej chceme
porovnavat’ skupiny — v naSom pripade postoje k ochrane Zivotného prostredia EAI.
Do okna Grouping Variable presunieme premennt, ktora rozdel'uje vzorku na dve
nezavislé skupiny—véacsinou sa jedna o nominalnu premenni—vV naSom priklade
pohlavie (mdze to byt aj premenna, ktord rozdeluje vzorku na kontrolnt
a experimentalnu skupinu).

Vo vSeobecnosti, nie len v pripade, Ze by sme mali maly vyberovy subor, alebo
by hodnoty Sikmosti a strmosti boli podozrivo vysoké, spravime eSte medzi-krok —
testovanie normality distribuicie dat a rovnosti variabilit, aby sme zhodnotili, ¢i je
vhodné pouzit’ parametricky alebo neparametricky test. Normalna distribucia zavisle;
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premennej sa overuje pomocou Shapiro-Wilkovho testu. T-test je relativne robustny
typ analyzy amalé odchylky od normy si pripustné, to vSak neplati, ak su
porovnavané skupiny nerovnako velké (odporuca sa drzat’ pravidla, ze rozdiel
vo velkosti skupin by nemal presahovat’ 1,5 nasobok, teda ak je v jednej skupine 40
0s0b, ta druha by nemala byt mensia ako 27 alebo vécsia ako 60). Ak sa nepotvrdi
normalna distribtcia dat, potom je potrebné vyuzit’ neparametricky Mann-Whitneyho
U test namiesto prednastaveného Studentovho testu.
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Tests Additional Statistics
Student Location parameter
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Obrazok 23 Studentov t-test pre dva nezavislé vybery — 1. krok

Rovnost’ variabilit zavislej premennej v oboch skupinach sa overuje pomocou
Levenovho testu. Ak tento test preukaze signifikantné vysledky, je to indikator toho,
ze skupiny nemaji rovnaku variabilitu zavislej premennej a my musime pri ich
porovnavani vyuzit upravenu t-Statistiku podl'a Welchovej metody.

Pri testovani normality distriblicie dat a rovnosti variabilit v JASP zostdvame
stale v rovnakom okne; v ¢asti Assumption Check zvolime moznosti Normality
a Equality of variance. Mame na vyber dva testy, resp. jeden test a jeho variaciu.
Mozeme pouzit’ Levenov test, ktory je citlivy na odchylky od normalneho rozdelenia,
najmé ak sa pouziva priemer ako stredna hodnota, alebo Brown-Forsytheov test
(modifikacia Leveneho testu), ktory namiesto priemeru pouziva median ako strednt
hodnotu pri vypocte odchylok, atym padom je robustnej$i voci odchylkam
od normalneho rozdelenia (Obrazok 23). V nasom priklade zvolime Levenov test.

V nasom priklade Shapiro-Wilkov test normality vySiel nesignifikantny (hodnota
p je vyssia ako 0,05), to znamena, Ze aj umuzov aj Uzien st data pre postoje
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k Zivotnému prostrediu distribuované normalne. Ak by hodnota signifikancie p bola
vyznamna (< 0,05), potom by bolo potrebné zvazit’ pouzitie Mann-Whitneyho U testu
pre porovnanie priemerov oboch skupin.

V druhej tabulke st vysledky Levenovho testu rovnosti variabilit. Aj tento vysiel
nesignifikantny (p = 0,819), takze moZzeme povedat, Zze nie su pritomné rozdiely
VO variabilite sledovanych skupin. Ak by Levenov test vysiel vyznamny (p < 0,05),
potom by sme sa pri vypoéte t-testu orientovali nie na Studentov t-test, ale na Welchov
t-test.
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O Levene's

Obrazok 24 Testovanie normalnej distribucie a rovnosti variabilit

Teraz sa moZeme pozriet' na samotné overenie rozdielov priemerov muzov a zien
vich postojoch Kk ochrane zivotného prostredia (Obrazok 24). V casti Tests
je prednastavena vol'ba na Studentov t-test (zaSkrtnuta moznost’ Student). Toto je aj
Cast, kde si v pripade potreby (nerovnosti variabilit) moéZzeme zvolit Welchovu
korekciu hodnoty t-testu (moznost’ Welch) namiesto Studentovho testu. Dalej, v sekcii
Additional Statistics zaskrtneme moznosti Effect Size (Cohen’s d) na overenie vecnej
vyznamnosti a Descriptives na vypocet deskriptivnych Statistik.
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Vo vysledkoch vidime v prvej tabul’ke vysledky Studentovho t-testu (v pripade,
ze sme zvolili Welchovu korekciu t hodnoty, vSimame si riadok Welch): hodnotu
t (Statistic), stupne volnosti df, hodnotu signifikancie p, Cohenovo d. V tabulke
Descriptives vidime deskriptivne Statistiky oboch skupin pre premennii postoje
k ochrane zivotného prostredia (EAI). Priemerné skore EAIl muzov je 3,88 a zien 3,90.
Uz na pohl'ad ide o vel'mi podobné skore, ¢o potvrdzuje aj vysledok Studentovho
t-testu: rozdiely medzi muzmi a Zenami nie su S$tatisticky vyznamné (p = 0,639).
Pravdepodobnost’ toho, Ze by sme namerali vyrovnané vysledky u muzov a U zien
za predpokladu, ze redlne medzipohlavné rozdiely neexistuju (teda ze plati nulova
hypotéza), je az 63,9% (p = 0,639). Hodnota Cohenovho d, vecna vyznamnost’,
je takmer nulova (d = 0,053%®), teda rozdiel nem4 takmer Ziadnu vecnt vyznamnost’,
skore skupin sa vo vysokej miere prekryva.
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Obrazok 25 Studentov t-test pre dva nezavislé vybery — 2. krok

18 V tabulke je negativna hodnota, to ale znamend iba to, Ze prva porovnavana skupina ma
nizSie priemerné skoére ako druha; pri reportovani staci uvadzat’ absolitnu hodnotu. Toto plati
aj pre hodnotu t-testu (negativna hodnota t-testu vyjadruje iba to, Ze prva skupina ma nizsie
skore ako druhd).
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Pri reportovani vysledkov uvadzame hodnoty t-testu (t), stupne volnosti
(df), hodnotu signifikancie (p) a hodnotu Cohenovho d v podobe (t(hodnota df) =
hodnota t-testu, p = hodnota signifikancie, d = hodnota Cohenovko d).

Priklad:

Studentov t-test pre dva nezavislé vybery nepreukazal signifikantny rozdiel
medzi muZzmi a Zenami (1(314) = 0,470; p = 0,639; d = 0,053) vich postojoch
k ochrane zivotného prostredia, muzi dosiahli priblizne rovnako vysoké skoére (M =
3,88; SD = 0,40) ako zeny (M = 3,90; SD = 0,39).

7.2.2 Mann-Whitneyho U test

V pripade malého vyberového suboru, vysokych hodnot Sikmosti a strmosti
a/alebo signifikantného vysledku Shapiro-Wilkovho testu normality je potrebné
pouzit’ neparametricky test — Mann-Whitneyho U test. Napriklad, ak by sme §li
porovnavat muzov a zeny vich nepodloZzenych kon$piraénych presvedéeniach
(ENP_K), postup je rovnaky ako pri Studentovom t-teste, iba v ¢asti Tests si navolime
moznost Mann-Whitney (Obrazok 25), ked’Ze test normality vysiel signifikantny
(p <0,001).
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Obrazok 26 Mann-Whitneyho U test
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Vo vysledkoch su v prvej tabul’ke vysledky U-testu: hodnota Mann-Whitneyho
U test (W), hodnota signifikancie p a hodnota Rank-Biserial Correlation (alternativa
Cohenovo d na zhodnotenie velkosti efektu). Vysledok U-testu ukazuje, ze rozdiely
medzi muzmi a Zenami nie sa $tatisticky vyznamné (p = 0,598). Rovnako aj hodnota
Rank-Biserial Correlation®® je vel'mi nizka (0,034).

Pri reportovani vysledkov uvadzame hodnoty U-testu (W) a hodnotu
signifikancie (p) v podobe (W = hodnota U-testu, p = hodnota signifikancie).
Pri neparametrickych testoch vo vysledkoch reportujeme mediany, nie priemery.

Priklad:

Mann-Whitney U-test nepreukazal signifikantny rozdiel medzi muzmi
(Md = 2,67) azenami (Md = 2,67) vurovni ich nepodlozenych konS$piraénych
presvedceni (W = 11943,50; p = 0,598).

7.3 Studentov t-test pre dva zavislé vybery
(parovy t-test)

Ak mate vo vyskume jednu skupinu participantov, pri ktorej sledujete zmenu
vo vykone v teste kognitivnej reflexie pred a po absolvovani kurzu zameraného
na rozvoj analytického myslenia, tak kazdy participant je testovany tym istym testom
dvakrat, pred kurzom v kontrolnej podmienke apo kurze v experimentalnej
podmienke. Hovorime o opakovanom merani, 0 vnttro-subjektovom dizajne (within-
subjects design) a ziskavame parované data. Tieto parované data z dvoch merani
porovnavame pomocou parového t-testu.

Pri testovani zhody v opakovanych meraniach je naS§im zamerom overit
predpoklad o rozdiele medzi prvym a druhym meranim (dvojsmerna alternativna
hypotéza). Nulova hypotéza by znela: medzi meraniami sa ni¢ nezmeni, vykon
(priemer) participantov je vprvom adruhom merani rovnaky. Podmienkou
pre testovanie je, aby nezavisla premenna pozostava z 2 kategoérii — skupin a kazdy
participant musi byt priradeny do oboch skupin. Dalej, aby rozdiel medzi prvym
a druhym meranim bol priblizne normalne distribuovany a aby neboli pritomné ziadne
extrémne odchylky v rozdiele medzi prvym a druhym meranim.

19 Rank-Biserial Correlation interpretujeme ako korelaény koeficient (kapitola 9 Koreldcie).
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Ak data spiiiaji uvedené kritéria, pouzijeme parametricky parovy test Studentov
t-test pre dva zavislé vybery, nazyva sa aj parovy t-test. Opit’ plati, Ze ak subor nie
je dostatocne velky alebo hodnoty Sikmosti a strmosti si vysoké, overujeme
normalitu distribicie dat a rovnost’ variabilit (odchylok) zavislej premennej pre obe
merania. Ak sa stane, ze niektora z podmienok normalnej distribucie a rovnosti
variabilit nie je splnena, je vhodnejSie pouZit’ neparametricky test — Wilcoxon test.

7.3.1 Vypocet t-testu pre dva zavislé vybery

V sekcii T-tests vyberieme moznost Paired Sample T-Test. Zobrazi sa okno
na vypocet t-testu (Obrazok 26). Do okna Variable pairs navolime dvojicu
premennych (alebo aj viacero dvojic premennych), v ktorych chceme skupinu
porovnavat. V naSom priklade, kedy chceme porovnat kognitivhu reflexiu
pred (CRT_pred) a po absolvovani kurzu (CRT_po) si ako dvojicu zvolime premenné
CRT _pred a CRT_po apresunieme ich okna Variable pairs. V sekcii Additional
Statistics zaskrtneme moznosti Effect Size na overenie vel'kosti efektu a Descriptives
na vypocet deskriptivnych Statistik. Kedze naSa hypotéza je dvojsmerna,
ponechavame nastavenie v ¢asti Alt.Hypothesis na moznosti Measure 1 # Measure 2.
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Obrazok 27 Parovy t-test (Studentov t-test pre dva zavislé vybery)

V prvej tabulke sledujeme hodnoty Studentovho t-testu (riadok Student).
Priemerné skore kognitivnej reflexie pred kurzom je 0,47 a po kurze 0,70. V nasom
priklade vysledok Studentovho parového testu ukazuje, Ze rozdiely su Statisticky
vyznamné: pravdepodobnost’ toho, Zze by sme namerali rozdiely medzi meraniami

73



pred apo kurze za predpokladu, Ze redlne tieto rozdiely neexistuju (teda Ze plati
nulova hypotéza), je mensia ako 0,1% (p < 0,001). Musime si vS§imat’ aj hodnotu
vecnej vyznamnosti. Ta je v tomto pripade vysoka (3,024) a mézeme konstatovat’,
Ze absolvovanie kurzu rozvijajuceho analytické myslenie malo za nasledok narast
skore v teste kognitivnej reflexie a Ze prekryv skore pred a po kurze je minimalny.

Pri reportovani vysledkov Studentovho t-testu uvadzame hodnoty t-testu (t),
stupne volnosti (df), hodnotu signifikancie (p) a hodnotu Cohenovho d v podobe
(t(hodnota df) = hodnota t-testu, p = hodnota signifikancie, d = hodnota Cohenovho d).

Priklad:

Studentov t-test pre dva zavislé vybery preukazal signifikantny rozdiel
Vv kognitivnej reflexii pred a po absolvovani kurzu (t(315) = 53,751; p < 0,001;
d = 3,024): participanti dosahovali signifikantne nizsie skére (M = 0,467; SD = 0,275)
pred absolvovanim kurzu ako po niom (M = 0,695; SD = 0,224), pricom vysledok
je vysoko vecne vyznamny.

7.3.2 Wilcoxonov test (neparametricka alternativa)

V pripade, Ze je potrebné overit’ normalne rozloZenie rozdielov v meraniach
(mala vzorka, vysoké hodnoty Sikmosti, strmosti) zaskrtneme v Casti Assumption
Checks moznost’ Normality (Obrazok 27). V takomto pripade si najskor pozrieme
tabulku Test of Normality (Shapiro-Wilk), aby sme vedeli, ¢i budeme sledovat
Studentov t-test alebo Wilcoxonov test. V nasom priklade test normality naznacuje,
ze rozdiely v meraniach nie su normalne distribuované, preto je potrebné pouzit
neparametricky Wilcoxonov test (ak by test normality preukazal normalnu distribuciu,
tak by sme si zvolili iba Studentov t-test).

V nasom priklade (Obrazok 27) vysledky testu normality odporucaju pouzitie
Wilcoxonovho neparametrického testu. V prvej tabulke sledujeme teda riadok
Wilcoxon avsimame si hodnotu testu (Statistic), stupne volnosti df, hodnotu
signifikancie p, a hodnotu vel'kosti efektu (Effect Size). Hodnota signifikancie
naznacuje, ze rozdiely medzi meraniami st v naSom priklade Statisticky vyznamné
(p < 0,001). Hodnota velkosti efektu (merana prostrednictvom Rank-Biserial
Correlation) je tiez ukazovatel'om toho, ze efekt bol vyznamny.

Pri reportovani vysledkov uvadzame hodnoty Wilcoxonovho testu (W) a hodnotu
signifikancie (p) v podobe (W = hodnota U-testu, p = hodnota signifikancie).
Pri Wilcoxonovom teste vo vysledkoch reportujeme namiesto priemerov mediany.
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Priklad:

Wilcoxonov test preukazal signifikantny rozdiel v kognitivnej reflexii pred
(Md = 0,50) a po absolvovani kurzu (Md = 0,76), pricom vysledok je vysoko vecne

vyznamny (W = 0,000; p < 0,001; Rank-Biserial Correlation = 1,000).
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8 Analyza variancie

V predchadzajucej kapitole sme si ukazali, ako otestovat’ rozdiely v priemeroch
dvoch vyberov, dvoch skupin. Vo vyskumnej praxi sa mézeme stretnit’ aj s pripadom,
kedy potrebujeme porovnat’ priemery viac ako dvoch skupin. Niekomu moze
napadnut’, Ze ak chceme porovnat’ napriklad priemery troch tried, tak by sme mohli
vypocitat t-testy pre nasledovné kombinacie tried:

trieda A — trieda B
trieda A — trieda C
trieda B — trieda C

Takyto postup by vsak vystavil naSe vysledky vyssej pravdepodobnosti chyby
typu I. Uvazujme, Ze by vo vSetkych troch pripadoch vysla signifikancia p < 0,05,
teda pravdepodobnost’, Ze sa nedopustime chyby typu I by bola v kazdom pripade
95%. Zaroven vSak treba brat’ do uvahy, Ze pre samostatnych t-testoch by sa jednalo
0 nezavislé testy, preto by sme celkovi pravdepodobnost’ chyby typu I pocitali
nasledovne:

0,95%0,95%0,95 = 0,86

To znamend, ze kumulativne by pravdepodobnost, Ze sa nedopustime chyby
typu I bola iba 86%. Aby sme sa podobnej chybe vyhli, pri porovndvani viac ako
dvoch skupin vyuzivame analyzu rozptylu, skratene ANOVA (analysis of variance).
ANOVA pracuje ako sthrnna analyza, ktorej vysledkom je hodnota F. Pri ANOVA
testujeme nulovu hypotézu, Ze neexistuje Ziadny vyznamny rozdiel medzi priemermi
sledovanych skupin. ANOVA sa pocita v dvoch krokoch. V prvom kroku vysledok
ANOVA ukaze, ¢i je medzi skupinami vyznamny rozdiel, v druhom kroku ukéze
medzi ktorymi skupinami a aké velké tieto rozdiely su. Na to vyuzivame v ramci
ANOVA dodatoéné testy—post-hoc testy—rviacnasobné parové porovnania skupin,
pricom na zhodnotenie Sstatistickej vyznamnosti rozdielov medzi jednotlivymi
skupinami (post-hoc testov) sa vyuZiva vysledok t-testu t ajeho Statisticka
vyznamnost’ p.

ANOVA analyzuje r6zne zdroje, z ktorych pramenia variacie v skore, jej cielom
je zistit,, ¢i existuju rozdiely v priemeroch skupin (Dancey & Reidy, 2017). V prvom
kroku sa v ramci analyzy vypocita ,,velky“ priemer a nasledne sa zistuje, do akej
miery sa jednotlivci odliSuju od tohto priemeru. Tieto odliSnosti, resp. variabilita, ma
dve zlozky: variabilita skore medzi skupinami a variabilita v ramci skupin. Ulohou
ANOVA je odhadnut’, akou mierou prispievaju tieto dve zlozky k celkovej variabilite.
Variabilita v ramci skupin sa pocita ako odchylka kazdého jednotlivca od priemeru

76



danej skupiny. Variabilita medzi skupinami sa pocita ako odchylka priemerov
jednotlivych skupin od ,,velkého* priemeru. Inymi slovami, variabilita poukazuje
na to, ako vel'mi sa skupiny odliSuji od seba navzajom, a ako sa zaroven odlisuju
od celkového spolo¢ného priemeru. Zavereény vypocet zahifia najdenie priemeru
medzi-skupinovej variancie, vnutro-skupinovej variancie a celkovej variancie.
Na zhodnotenie Sstatistickej vyznamnosti rozdielov medzi skupinami sa vyuziva
hodnota F ako vysledok analyzy variancie (vyznamnost’ ktorej posudzujeme podla
jej Statistickej vyznamnosti p).

ANOVA predstavuje vel'mi flexibilnu a vS§eobecnu techniku (nemé obmedzenia
na pocet skupin), ma vel'mi Siroké moznosti vyuzitia, jednotlivé aplikécie analyzy
rozptylu si vSak vyzaduju dodrzanie réznych poziadaviek na data (Goss-Sampson,
2020b; Miles & Banyard, 2007). My si Vv tejto kapitole predstavime najzakladnejsi typ
analyzy rozptylu — ANOVA pre jeden faktor, alebo jednosmernd, jednocestna
ANOVA (one way ANOVA), kedy porovnavame viac ako dve skupiny, ¢i merania
v jednom faktore. Tento jeden faktor je zavisla premenna, nazyva sa aj vysledna
premenna (outcome variable) — zavisi od prediktora, teda premennej, ktora
manipulujeme (napriklad zaradenie do experimentdlnych skupin) alebo ktora
meriame (napriklad r6zne ro¢niky). Tieto prediktory predstavuju nezavisli premennu.

Predpokladom pre pouzitie jednocestnej analyzy rozptylu je, aby nezavisla
premenna bola merand na nominalnej, pripadne poradovej tirovni, aby skupiny boli
na sebe nezavislé, aby zavisla premenna mala priblizne normalnu distribticiu, v datach
neboli ziadne extrémne hodnoty a aby medzi skupinami existovala rovnost’ rozptylov
(inak hodnota signifikancie p pre $tatistiku F nemusi byt spol'ahliva; Goss-Sampson,
2020b).

8.1 Vypocet analyzy rozptylu pre jeden faktor

Predstavte si, ze sledujete populaciu s réznymi stupnami vzdelania (zakladné,
stredné, vysokoskolské) a cheete zistit, ¢i st medzi 'ud’'mi s r6znym stupniov vzdelania
rozdiely v ich kognitivnych schopnostiach (VMT). Alternativna hypotéza by znela:
predpokladame, ze uroven kognitivnych schopnosti sa bude odliSovat’ u l'udi
so zakladnym, stredoskolskym a vysokoskolskym vzdelanim. Nulova hypotéza by
znela: neexistuji rozdiely v kognitivnych schopnostiach medzi 'ud'mi so zakladnym,
stredoSkolskym a vysokoskolskym vzdelanim.

V sekcii ANOVA zvolime moznost ANOVA. Zobrazi sa okno na vypocet
analyzy rozptylu (Obrazok 28). Do okna Dependent Variable presunieme zavisla
premennu, teda faktor, v ktorom porovnavame sledované skupiny (v naSom priklade
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kognitivne schopnosti VMT), a do okna Fixed Factors presunieme nezavisla
premennu (V nasom pripade premennu skupina). V tomto zakladnom kroku si este
v asti Display zvolime aj vypocet deskriptivnych Statistik pre sledované skupiny
(Descriptive statistics) a aj vypocet velkosti efektu (Estimates of effect size), ktory
pocitame prostrednictvom druhej mocniny koeficientu eta (#%)%. Tento koeficient
mozno interpretovat’ nasledovne:

- #*=0,01 - maly efekt
- 5% =0,06 — stredny efekt
- 7*=0,14 — velky efekt

20 JASP ponuka tri moznosti vypoctu velkosti efektu. Zakladnym ukazovatelom je druha
mocnina koeficientu eta #?, ktora sa interpretuje ako podiel (%) v celkovej odchylke zavislej
premennej, ktory je mozny prisudit’ nezavislej premennej(Goss-Sampson, 2020b). Druhou
moznostou je partial eta np>, vyuZiva sa skor v pripadoch, kedy do analyzy vstupuje viacero
premennych, pre analyzu variancie s jednym faktorom je vSak zhodna s druhou mocninou
koeficientu eta #2. Poslednou moznostou je omega w? ktora sa vyuziva v pripade malych
skupin (n < 30).
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Obrazok 29 Analyza rozptylu (ANOVA)

Tak ako pri t-testoch, aj pri vypocte ANOVA, ak mame malé vzorky, alebo
hodnoty Sikmosti a strmosti su vysoké, testujeme rovnost variabilit zavislej
premennej vo vSetkych skupinach pomocou Levenovho testu (pripomefime si, ze ak
Levenov test preukaze signifikantné vysledky, znamena to, Ze skupiny nemaju
rovnakll variabilitu sledovaného faktora a je potrebna korekcia). V tomto pripade
rozrolujeme Cast’ Assumption Checks a najskor zvolime moznost’ Homogenity Tests
(Obrazok 28). Ak vo vysledkovej tabulke pre Levenov test vyjde nesignifikantny
vysledok, tak v ramci Homogenity corrections zvolime moznost” None (teda Ziadna
korekcia). Ak vyjde signifikantny vysledok, zvolime jednu z dvoch pontkanych
korekcii — Brown-Forsythe alebo Welch; vo vicsine situacii sa odporu¢a Welchova
korekcia, v pripade, ze data si zoSikmené, potom je vhodnejsia Brown-Forsytheova
korekcia (Glantz et al., 2016). Tu je na mieste upozornenie — pokym nezvolite aspori
jeden z typov korekcie (none, Brown-Forsythe, alebo Welch), vo vysledkovej tabulke
sa nezobrazia ziadne vysledky pre ANOVA. V naSom priklade (Obrazok 28) je
vysledok nesignifikantny (p = 0,363), preto sme nezvolili ziadnu korekciu (moznost’
None v Homogenity correction).
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Teraz sa m6zeme pozriet’ na vysledky analyzy variancie ANOVA. V tabulke
s deskriptivnymi Statistikami sa na prvy pohl'ad zda, Ze skupiny nie su v kognitivnych
schopnostiach rovnaké. LCudia so zakladnym vzdelanim dosiahli priemerné skore
11,46 (SD = 5,82), I'udia so stredoskolskym vzdelanim 11,70 (SD = 4,67) a l'udia
s vysokoskolskym vzdelanim dosiahli priemerné skore 13,03 (SD = 5,11). To, do akej
miery su tieto rozdiely vyznamné nam ale povie vysledok ANOVA v prvej tabulke.
V nej vidime, Ze hodnota signifikancie p nie je niz§ia ako 0,05, ¢o znamena,
ze rozdiely medzi skupinami s r6znou troviiou vzdelania nie st Statisticky vyznamné.
Inymi slovami, za predpokladu, Ze redlne v populacii tieto rozdiely neexistuju (plati
nulova hypotéza), je pravdepodobnost’ toho, ze by sme namerali u l'udi s réznym
vzdelanim vyznamne rozdielne skore az 41,5% (p = 0,415). Hodnota druhej mocniny
koeficientu eta (4* = 0,018) poukazuje na maly efekt.

Pri reportovani vysledkov uvadzame hodnoty F-testu (F), stupne volnosti
(df), hodnotu signifikancie (p) a hodnotu eta #* v podobe (F(obe hodnoty df) =
hodnota F-testu, p = hodnota signifikancie, #° = hodnota eta).

Priklad:

Analyza variancie ANOVA pre jeden faktor nepreukazala signifikantny rozdiel
medzi 'ud’'mi s r6znym stupnom vzdelania v ich kognitivnych schopnostiach (F(2, 97)
=0,888; p = 0,415; ;72 = 0,018): l'udia so zakladnym vzdelanim dosiahli skore 13,03
(SD = 5,11), T'udia so stredoskolskym vzdelanim dosiahli skére 11,46 (SD = 5,82)
a l'udia s vysokoskolskym vzdelanim dosiahli skore 11,70 (SD = 4,66).

V pripade, ze ANOV A nepreukaze signifikantné rozdiely, v tomto kroku analyza
kon¢i. Ak sa vSak preukazu $tatisticky vyznamné rozdiely (p < 0,05), potom v analyze
pokracujeme d’alej. Ked’ totizto odhalime rozdiely medzi sledovanymi skupinami,
zaujimaju nas detaily — aké su tieto rozdiely, medzi ktorymi skupinami st, resp. nie
st. Na to sluzia dodatoéné t-testy, oznaGované aj ako post-hoc testy.

8.2 Post-hoc testy

Post-hoc testy su testy zalozené na principe t-testov, a sluzia na to, aby sme zistili,
¢irozdiely, na ktoré poukazuje ANOVA st spdsoben¢ rozdielmi medzi v§etkymi
sledovanymi skupinami navzajom, alebo sa odlisuje iba skupina 1 od skupiny 2,
nie vSak od skupiny 3, alebo sa odliSuje skupina 2 od skupiny 1 a 3, pricom
skupiny 1 a 3 su bez rozdielov, a podobne. Mohli by sme spravit’ separatne t-
testy pre kazda dvojicu sledovanych skupin, no ako uz bolo spomenuté, viedlo
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by to k zvySenej pravdepodobnosti, Ze sa dopustime chyby typu I. V ramci post-
hoc testov sa vykonaju viacndsobné t-testy, ktoré pracuji srdéznymi typmi
korekcie, aby sme zamedzili prave zvysenej pravdepodobnosti chyby typu I,
pricom JASP pontika 5 typov korekcie (Goss-Sampson, 2020b):

Tukey — alebo aj Honest Significant Difference (HSD) je jeden
Z najcastejSie pouzivanych testov, poskytuje dobri kontrolu chyby
typu | pri skupinach s rovnakou velkostou a rovnostou variabilit
(niektoré programy pre nerovnako vel'ké skupiny ponukaji korekciu
Tukey-Kramer test), porovnava v jednom ¢ase iba jeden par
Bonferroni — poskytuje zaru¢enu kontrolu chyby typu I avsak
srizikom, Ze sa znizi Statistickd sila, nepredpoklada nezavislost
porovnani, moze sa vyuzivat' aj pri rozne velkych skupinach, vyuziva
sa pri planovanom porovnavani

Scheffe — kontroluje celkova troven spolahlivosti aj pri odlisne
velkych skupinach, v jednom Case porovnava viacero parov, poskytuje
ale niz$iu Statisticku silu a ma mensiu $ancu detekovat’ vietky skuto¢né
rozdiely medzi skupinami

Holm — alebo aj Holm-Bonferroni, menej konzervativny ako povodny
Bonferroniho test

Siddk — podobny ako Bonferroni, vykonava viacnisobné porovnania,
predpoklada, Ze porovnania su nezavislé, trochu silnejsi ako Bonferroni

Okrem toho, existujt aj viaceré typy post-hoc testov, v JASP su v ponuke $tyri:

Standard — prednastaveny zakladny typ

Games-Howell — pouziva sa, ak si nie ste isti rovnost'ou variabilit
Dunnett's — porovnava vSetky skupiny s jednou skupinou
(napr. s kontrolnou)

Dunn — neparametricka alternativa post hoc testu pri testovani malych
skupin

Vezmime si novy priklad. Predstavte si, ze chcete zistit, ¢i st medzi I'ud'mi

S rdznym

stupiov  vzdelania rozdiely vich rizikovom spravani (VRSA_A).

Alternativna hypotéza by znela: predpokladame, Ze irovei rizikového spravania Sa

bude odliSovat’ u I'udi so zékladnym, stredoskolskym a vysokoskolskym vzdelanim.

Nulova hypotéza by znela: neexistuju rozdiely v rizikovom spravani medzi 'ud’'mi

so zékladnym, stredoskolskym a vysokoskolskym vzdelanim.

Vypocitame analyzu variancie ANOVA a zistime signifikantny rozdiel medzi

Pud'mi s réznym stupniom vzdelania v ich rizikovom spravani (F(2, 97) = 4,590;

p = 0,012; #* = 0,086), pricom efekt je stredne velky. Vzhl'adom na signifikantné
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rozdiely medzi skupinami musime v nasledujicom kroku overit’ rozdiely medzi
jednotlivymi sledovanymi skupinami v Grovni ich rizikového spravania. Rozbalime
sekciu Post-hoc tests. Nezavisli premennu (skupina) presunieme z avého okna
do pravého, vyberieme zakladny typ post-hoc testov Standard (mdzeme si zvolit’ aj
zobrazenie velkosti efektu Effect size) a vzhl'adom na priblizne rovnako velké
skupiny zvolime Tukeyho korekciu (Obrazok 29).

Vo vysledkovej tabul’ke je porovnanie vsetkych skupin a hodnoty poukazujiice
na ich Statisticktl a vecnit vyznamnost’ (podobnost’ s t-testami vébec nie je ndhodna,
vidime hodnoty t-testu t, signifikancie pwey, 8j Cohenovo d pre kazdy porovnavany
par skupin). V nasom priklade bol vyznamné rozdiely iba medzi osobami
so zakladnym a stredoskolskym vzdelanim (t = 2,988; p = 0,010; d = 0,739), pri¢om
plati, Ze najvyssie skore rizikového spravania mali stredoSkolsky vzdelani (M = 3,27,
SD =1,99), za nimi nasledovali vysokoskolsky vzdelani (M = 2,36, SD =1,95)
odseku uz moézete vidiet' aj priklad toho, ako vysledky post-hoc testov reportovat’
V praci alebo v ¢lanku.
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Obrazok 30 Analyza rozptylu (ANOVA) — post-hoc testy
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9 Korelacie (testovanie tesnosti vztahov)

V tejto chvili by ste mali vediet, ako pomocou $tatistiky overit’ rozdiely medzi
roznymi skupinami alebo meraniami. Vo vyskume vSak nezriedka potrebujeme
skimat’ aj vztahy medzi premennymi, napriklad ¢i l'udia, ktori skoruju vysoko
V jednom dotazniku maju tendenciu skérovat’ vysoko (alebo nizko) v inom dotazniku.
Statisticka procediira, ktord nAm umozZiuje skimanie vztahov medzi premennymi,
resp. medzi dvoma skupinami skore U jednej skupiny, sa nazyva korelacnad analyza.
Korelacna analyza dava odpoved’ na otdzku, aky tesny je vztah medzi sledovanymi
premennymi, do akej miery majii premenné tendenciu ,,menit’ sa spolu* — kovariovat’
(Coolican, 2019; Miles & Banyard, 2007). Ak premenné spolu korelujua, su na sebe
zavislé (zmena v jednej stivisi so zmenou druhej premennej; Dancey & Reidy, 2017).
Takyto vzt'ah v Statistike nazyvame Kkorelacia.

Vztahy medzi premennymi, alebo korelacie, overujeme vzdy, ked mame
na mysli predpoklad typu ,,vyssia inteligencia suvisi s lepsim vykonom v skole®,
alebo ,,rozvinuté kritické myslenie stvisi s nizSou mierou viery v hoaxy*. Takéto
vzajomné vztahy vieme vizualizovat—na os X nanesieme jednu premennu a na 0S Y
druhti a vytvorime bodovy diagram (scatterplot, Obrazok 30). V bodovom diagrame
kazdy bod predstavuje jedného participanta s prisluSnymi hodnotami oboch
sledovanych premennych. Z Obrazka 30 sa zda, Ze premenné X a Y spolu suvisia —
vysSie hodnoty X stvisia s vy$§imi hodnotami Y. Samotnu korelaciu by sme mohli
graficky znazornit’ ako priamku prechadzajtci cez tieto body tak, aby boli body od nej
¢o najmenej vzdialené.

Ked podrobujeme data korelacnej analyze, hovorime o troch réznych
charakteristikach vztahu, ktoré musime zohladiiovat’ — tvar, smer a sila.

Tvar vieme vizualne identifikovat’ uz z bodového grafu. Pri vypocte korelacii
takmer vzdy predpokladame, ze sa jedna o linedrny vzt'ah. Linedrny vztah medzi
premennymi je vtedy, ak po (pomyselnom) nakresleni Ciary cez stredové body
ziskame rovnu ¢iaru (ako na Obrazku 30). Vztah medzi premennymi mdze mat’ aj
podobu krivky, ked’ je Ciara prechadzajuca stredom bodov zakrivena, napriklad
v podobe exponencialnej krivky, alebo v podobe krivky v tvare U, pripadne
obrateného U. A niekedy sa ndm moze stat’, ze pri pohl'ade na bodovy graf nie je
mozné identifikovat’ Ziaden tvar vzt'ahu, nie je mozné viest’ Ciaru stredom bodov.
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Obrazok 31 Bodovy diagram — korelacia

Zaujimat’ sa o tvar korelacie (tvar Ciary) je potrebné. Mdze sa stat’, ze korelacny
koeficient naznaci, Ze vztah nie je pritomny, no pri pohlade na graf vidime,
7e premenné vytvaraju nejaky ,vzor®, Ciara ma tvar, ktory by sme mohli
interpretovat’. Krivka v tvare U naznacuje, Ze vysoké hodnoty premennej Y su iba
Vv pripade extrémne nizkych a extrémne vysokych hodnot premennej X. Napriklad, ak
by sme sledovali nachylnost’ na infek¢né ochorenia vo vztahu k veku, mohli by sme
zistit, Ze vzt'ah je vel'mi slaby, no pri pohl'ade na bodovy graf by sme odhalili, ze
vysoka nachylnost’ na infekcie je pritomna vo vel'mi nizkom a vo velmi vysokom
veku. To uZ je zistenie hodné povSimnutia, interpretacie a d’alSiecho skimania. A to aj
napriek tomu, Ze samotny koeficient korelacie je nizky.

Smer vztahu medzi dvoma premennymi poukazuje na to, ¢i sa premenné menia
rovnakym alebo opa¢nym sposobom. Ak sa premenné menia rovnakym sposobom,
rovnakym smerom (pri stipajicom X stupa aj Y, pri klesajicom X klesa aj Y),
hovorime o pozitivnom vzt'ahu, pozitivnej korelacii. Ak sa premenné menia opacnym
smerom (pri stupajuicom X premenna Y klesa, pri klesajicom X premenna Y stlipa),
hovorime o negativnom vztahu, negativnej korelacii. Smer vztahu vieme odcitat
z grafu, no vieme ho posudit aj z vysledkov korela¢nej analyzy. Vysledkom
korela¢nej analyzy je bud’ Pearsonov korela¢ny koeficient r, alebo jeho
neparametricka alternativa — Spearmanovo rho p (oznacované aj rs). AK je hodnota
korelacného koeficientu pozitivna, hovorime pozitivnom vztahu, ak je negativna,
hovorime o negativnom vztahu.

Sila vztahu vypoveda o tom, aky silny, tesny je vztah medzi premennymi, ktoré
skimame. Korelacny koeficient moze dosahovat’ hodnoty od -1 po 1. Pritom plati,
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7e ¢im je hodnota koeficientu blizsie k 1 (resp. -1), tym je vztah tesnej$i, a ¢im je
bliz8ie k 0, tym je vztah slabsi. Vo vSeobecnosti sa uzndva nasledovné oznaovanie
sily vzt'ahov (Miles & Banyard, 2007):

- r=0-0,1(resp. -0,1 — 0) — ziadny vztah

- r=0,1(resp. -0,1) — slaby pozitivny (resp. negativny) vztah

- r=0,3(resp. -0,3) — stredne silny pozitivny (resp. negativny) vztah
- r=nad 0,5 (resp. -0,5) — silny pozitivny (resp. negativny) vztah

Pozor ale na korelaciu, ktora sa blizi nule. Mdze sa totiz stat’, ze hoci vam r vyjde
vel'mi nizke, graf vam ukaze také rozlozenie dat, ktoré dava zmysel. UZ sme tento
pripad spominali vyssie: ide 0 pripad, kedy su data usporiadané do krivky (linearita
medzi premennymi je naruSend; Coolican, 2019). Takze pri korela¢nej analyze by ste
vzdy mali pracovat’ aj s bodovym grafom.

Skor ako sa pustime do pocitania korelacii, je potrebné spomenut’ este dve
zasadné skutocCnosti, ktoré je potrebné si zapamaétat’ o korelaciach. Za prvé, existencia
akokol'vek silnej korelacie neznamend, Zze medzi premennymi je aj pri¢inny
(kauzalny) vztah. Inymi slovami korelacia # kauzalita. To, Ze zmenou jednej
premennej nastava zmena druhej premennej, nam nehovori ni¢ o kauzalite — nevieme,
ktord premenna je pri¢inou a ktorda ddsledkom. Za druhé, pomocou korela¢ného
koeficientu sice zistime silu, tesnost’, vztahu no nevypoveda to ni¢ o Statistickej
vyznamnosti tohto vysledku (na to sluzi hodnota signifikancie p).

9.1 Vypocet korelacnej analyzy

Miera tesnosti linearneho vzt'ahu medzi dvoma premennymi je najcastejSie
vyjadrena Pearsonovym korelacnym koeficientom r. Predstavme si, Ze nas zaujima,
¢i suvisi uroven vedeckého myslenia s troviiou kognitivnej reflexie. Na overenie
tohto predpokladu je potrebné overit' tesnost’ vzt'ahu medzi vedeckym myslenim
a kognitivnou reflexiou. Nulova hypotéza v tomto pripade tvrdi, ze vztah medzi
sledovanymi premennymi neexistuje.

V sekcii Regression vyberieme moznost’ Correlation (Obrazok 31). Zobrazi sa
okno na vypocet korelacného koeficientu. Do okna Variables navolime premenné,
medzi ktorymi chceme overit’ vzt'ah — v tomto pripade premennt vedecké myslenie
VM a premennt kognitivna reflexia CRT_pre (do okna Variables mozeme presunut
aj viacero premennych, tym ziskame vo vysledkoch korelacni maticu, kde si vieme
pozriet’ vetky vzajomné vzt'ahy medzi zvolenymi premennymi).
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Vsimnite si, Ze moznost’ Pearsonovho korela¢ného koeficientu je prednastavena,
takZe za beznych okolnosti v tejto Gasti nemusite ni¢ menit’. Dalej je vhodné sa pozriet
na graf — v sekcii Plots zaskrtneme moznost’ Scatter plots. Vo vysledkovej Casti sa
zobrazi graf, podl'a ktorého vieme posudit’ tvar korelacie. V d’alSom kroku moézeme
v sekcii Additional Statistics zvolit’ mozZnosti, ktoré nam ul’ah¢ia ,,éitanie* vysledkov.
Odport¢am odznacit' moznost Display pairwise (zobrazenie vztahov v riadoch
namiesto v matici), a zaskrtnt’ moznost’ Flag significant correlations, vdaka ¢omu
budt signifikantné vysledky v tabul’ke oznacené hviezdickami *

*p<0,05
**p<0,01
***n<0,001

Vo vysledkoch sa pozrieme na bodovy graf, ktory naznacuje linearny vzt'ah
(rovna Ciara naprie¢ stredmi bodov). V tabulke vidime hodnoty Pearson’s r
(korelacny koeficient r) a p-value (hodnotu signifikancie p). Najskor sa pozrieme
nasilu asmer vztahu vyjadrené koeficientom r. Hodnota koeficientu r je 0,334:
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hodnota je pozitivna (smer vzt'ahu) na urovni slabého aZ stredne silného vzt'ahu (sila
vzt'ahu). Co sa tyka Statistickej vyznamnosti, hodnota je oznadena troma hviezdi¢kami
(pretoze p je vel'mi nizke, blizi sa 0), Co znamena, Ze pravdepodobnost’ toho, Ze by
sme namerali takto silny vztah za predpokladu, ze redlne neexistuje (teda ze plati
nulova hypotéza), je takmer nulova (p < 0,001). Mézeme zhodnotit, ze vztah je
pozitivny, slaby az stredny, a je Statisticky vyznamny.

S korelacnym koeficientom vieme spravit’ eSte jednej krok, ktory nam ukaze,
do akej miery m6zeme rozptyl v jednej premennej vysvetlit’ druhou premennou. Stadi,
ak umocnime koeficient r na druhii a ziskame tak koeficient determindcie R
(0% znamena, Ze rozptyl v jednej premennej nemozno vobec vysvetlit' druhou
premennou; 100% znamend, Ze cely rozptyl v jednej premennej mozno vysvetlit’
druhou premennou). V pripade r = 0,334 je R? = 0,112, teda 11,2%. Takymto
sposobom sluzi r (presnejsie R?) ako svoja vlastna miera velkosti efektu (v zasade
plati, ze ak r > 0,10 ide o0 maly efekt, ak r je v rozmedzi 0,30 — 0,50 ide o stredny
efekt, aak r > 0,50 hovorime o vel'kom efekte). Koeficient determinacie 11,2%
znamena, 7ze variabilita vo vedeckom mysleni prispieva 11,2% k variabilite
v kognitivnej reflexii (slaby efekt) anaopak, variabilita v kognitivnej reflexii
prispieva 11,2% k variabilite vo vedeckom mysleni (slaby efekt). Pre lepSiu
predstavivost’ si premenné predstavme ako kruhy — v rdmci nulovej hypotézy tvrdime,
ze medzi nimi nie je ziaden vzt'ah, Ze su nezavislé:

premenna premenna
X Y

Ak maja premenné korelaciu na urovni 0,334, maju zdiel'ant variabilitu 11,2%.
Netreba pritom opominat’, ze zvy$nych 88,8% variancie nevieme vysvetlit, hovorime,
ze kazda premenna ma 44,4% unikatnej variability. Znova si to mézeme ilustrovat’
pomocou kruhov:

44,4% 11,2% 44,4%

4 >

v <
premenna premenna

X Y
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Pri reportovani vysledkov uvadzame hodnoty korela¢ného koeficientu (t)
a hodnotu signifikancie (p) v podobe (r = hodnota korela¢ného koeficientu, p =
hodnota signifikancie). Mdzeme uvadzat’ aj koeficient determinacie R?.

Priklad:

Pomocou Pearsonovej korelacnej analyzy sme odhalili pozitivny, slaby az
stredne silny, Statisticky vyznamny vzt'ah medzi vedeckym myslenim a kognitivnou
reflexiou (r = 0,334; p < 0,001), pricom variabilita vo vedeckom mysleni prispieva
11,2% k variabilite v kognitivnej reflexii (stredny efekt).

9.2 Mozné problémy

Hoci korelacna analyza sama 0 sebe nie je naro¢na, pri vysledkoch by sme mali
zohladiiovat’ minimalne dve veci — rozsah stboru a extrémne hodnoty (outliers).

Rozsah suboru je dolezity, pretoze sila korelacie zavisi od toho, aka je variabilita
sledovanych premennych (Foster et al., 2018). Ak maji naSe data obmedzenu
variabilitu, zniZuje to silu korelacie. Co si ale predstavit’ pod variabilitou premennych
vzhl'adom na rozsah suboru? Predstavte si, Ze by ste skiimali inteligenciu l'udi a jej
vztah k vykonu v matematickom teste. Vyskum by ste realizovali na Studentoch
gymnazii. Tym, ze limituje vzorku na Studentov gymnazii obmedzujete variabilitu
oboch premennych — d& sa predpokladat’, Ze Studenti gymnazii disponuji istou
uroviou inteligencie a matematickych zru¢nosti a vzh'adom na populaciu bude takato
vzorka predstavovat’ iba maly vysek informacii.

Ked’ sa pozriete na Obrazok 32, uvidite, ako mdZe obmedzeny rozsah suboru
ovplyvnit’ silu korelacie. V praxi mate dve moznosti. Mozete dokladne vyberat
vyskumny subor, ktory bude reprezentovat populaciu, ¢o vSak nie je vzdy
realizovatel'né, alebo budete pri interpretacii vysledkov zohl'adiovat’ rozsah siboru
a jeho mozné implikacie.
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Dal3ou otazkou, ktoru je potrebné brat’ do ivahy, sii extrémne hodnoty (outliers).
Ak je extrémnych hodnot v datovom subore vel'a, alebo st vyrazne extrémne, mézu
skreslovat’ vysledky. Extrémna hodnota je taka, ktora je vzdialena od ostatnych
hodnot. Méze sa objavit’ ako omyl, ndhodna alebo timyselna chyba, niekedy je vSak
odrazom reality (niekto v stbore redlne vykazuje extrémne hodnoty v porovnani
s ostatnymi). Identifikovat’ pévod extrémnej hodnoty je naro¢né, nickedy nemozné.
Ak si nie sme isti pdvodom extrémnej hodnoty, je na stole otazka, ¢i nie je lepSie udaj
z datového stuboru odstranit’; ak povod pozname, mozeme sa rozhodnut’, Ze si udaje
ponechame, pretoze je odrazom reality. V kazdom pripade je potrebné uvedomit’ si,
¢o taky extrémny udaj spravi s korelaciou: moze zmenit’ silu korelacie (zoslabit’ alebo
posilnit’ ju), signifikanciu (zoslabit' alebo posilnit’ ju), alebo mdze zmenit' smer
korelacie (z pozitivnej na negativnu a naopak). Priklady tychto zmien vplyvom
extrémnej hodnoty mozno vidiet’ na Obrazku 33.

89



90

100

80

]

60

50

100

& w &0 o« 100 110

T 1 T T T T
60 T0 80 o0 100 10

Obrazok 34 Vplyv extrémnej hodnoty na korelaciu



10 Regresna analyza

Teraz sa pozrieme trochu d’alej za hranice korelacnej analyzy. V predchadzajlicej
kapitole v uvode sme spominali jedno dolezité pravidlo, ktoré si v suvislosti
s korelaciami musime pamdtat’, a to korelacia # kauzalita. Toto pravidlo je velmi
uzito¢né, nielen na poli Statistiky, ale aj v kazdodennom Zivote. Mnoho omylov,
chybnych nazorov, povier, skreslenych presvedéeni ma svoje korene prave
Vv zamienani si korelacie a kauzality. Mnoho l'udi si nespravne vytvara zavery
0 pri¢innom vzt'ahu (kauzalite) o dvoch nestvisiacich udalostiach iba na zaklade
toho, Ze sa vyskytuju sucasne, alebo jedna nasleduje druhd. Napriklad, ak si niekto
na vacsinu skusok obliekol ruzové bodkované ponozky a tieto skusky aj uspesne
zvladol, na konci sktskového obdobia si povie, Ze ponozky mu prindSaju St'astie
na skuskach. Vyslovil zaver o kauzalnom vztahu, a sice, Ze ponozky su pri¢inou
uspechu na skuskach. Nesporne, medzi nosenim ponoziek a zvladanim skisok je
vztah (korelacia), tento vztah vSak nie je kauzalny (dany ¢lovek prisudil zasluhy
nepravom ponozkam namiesto svojim vedomostiam a priprave).

Velmi znamy je aj priklad so zmrzlinou a smrtou utopenim. Statistika ukazuje,
ze ¢im viac zmrzliny sa v populdcii zje, tym viac l'udi sa utopi. To je pozitivna
korelacia medzi mnozstvom skonzumovanej zmrzliny a po¢tom Umrti utopenim.
Znamena to ale, ze zvySena konzumacia zmrzliny je pri¢inou zvyseného poctu umrti
utopenim? Existuje medzi tymito premennymi kauzalny vztah? To by sme mohli
overit’ iba pomocou experimentu. Sledovali by sme u 'udi mnozstvo zmrzliny, ktoré
zjedia a zaroven by sme sledovali po&et umrti utopenim v danej skupine I'udi. Udaje
by sme potom podrobili Statistickej analyze, ktorG nazyvame regresnd analyza,
a s vysokou pravdepodobnostou by sme zistili, ze vysSie alebo niz$ie mnozstvo
skonzumovanej zmrzliny nema vplyv na pocet utopeni V sledovanej skupine.
To znamena, ze medzi tymito premennymi nie je kauzalny vzt'ah, jedna nie je pri¢inou
druhej, a zrejme do hry vstupe ina pri¢inna premenna. Nebudem vas napinat’ (zrejme
ste na to priSli aj sami) — tou premennou je ro¢né obdobie, konkrétne leto. V lete sa
skonzumuje viac zmrzliny a dochadza aj v vysSiemu poctu umrti utopenim, ked’ze
l'udia travia viac vol'no¢asovych aktivit pri a vo vode. Na tomto priklade krasne vidno,
ze hoci sa dve udalosti, dva javy vyskytuju v rovnakom Case (je medzi nimi korelécia),
neznamena to, ze je medzi nimi aj kauzalny vztah. Ak sa pri pouzivani Statistiky
naucite byt obozretni pri vyslovovani zaverov ohladom vztahov (kedy moézeme
hovorit’ o kauzalite a kedy o korelacii), méze vam to v kone¢nom désledku priniest
mnoho vyhod aj v osobnom Zivote.
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Pri odliSovani korelacie a kauzality treba byt naozaj obozretni. Je jedno, nakol’ko
logické, zmysluplné alebo oc¢ividné sa vam to zda, korelacné analyza vam NIKDY
nepovie NIC o kauzalite. Jediny sposob, ako overit kauzalitu vztahu je
prostrednictvom dobre nadizajnovaného experimentu. Iba pomocou experimentu
dokazete kontrolovat’ (manipulovat’) jednu premennt (nezavisl) a sledovat’ ako sa
nasledne meni druhé sledovana premenna (zavisla).

Vzijomnu zavislost’ dvoch? premennych opisuje regresnd analyza, konkrétne
jednoducha linedrna regresia (alebo parova regresia). Je podobnéd ako korelacna
analyza, no namiesto toho, ako vel'mi premenné spolu stivisia, nam hovori, ako vel'mi
sa zmeni jedna premennd, ak sa zmeni druha premenna (Dancey & Reidy, 2017).
Inymi slovami, umozituje odhadnut—predikovat—hodnotu zavislej premennej
podl’a toho, ako sa meni nezavisla premenna. Hoci tu hovorime o kauzalnom vztahu
medzi premennymi, nejde o to, Ze by jedna premenna bola redlnou priamou pric¢inou
druhej premennej, ale o to, Ze premenné spolu stvisia v prediktivnom zmysle.

V ramci regresnej analyzy, ako ste uz zrejme vytusili, ve'mi zalezi na tom, ktora
premenna je zavisld a ktord nezavisla. Premennd, ktord je odhadovand, predikovana
na zaklade inej premennej, sa nazyva zdvisla premenna (DV, dependent variable)
alebo aj kritérium, a oznacujeme ju Y. Premennd, ktora urcuje, predikuje zavisla
premennu sa vold vysvetlujiica premenna (IV, explanatory variable)?? alebo aj
prediktor, a oznacujeme ju X (Dancey & Reidy, 2017; Hanna & Dempster, 2012).
Pomocou korelacnej analyzy by sme mohli zistit” aky tesny je vztah medzi po¢tom
hodin stravenych $tidiom a uspe$nostou na skuske, pomocou regresnej analyzy by
sme d’alej mohli overit’, ¢i a do akej miery pocet hodin stadia predikuje aspesnost’ na
skaske. Pri regresnej analyze je dblezité vopred vediet a urCit, ktord premenna je
prediktor a ktora zavisla (tu sa opierame o teorie, ¢i predchadzajice vyskumy; Hanna
& Dempster, 2012).

Linearna regresna analyza a korelacna analyza st si vel'mi podobné — tak ako pri
korelanej analyze aj pri regresnej analyze pracujeme s bodovym grafom.
To znamena, ze data nanaSame na os X (vysvetlujucu premennt) a na 0s Y (zavisla

2 Pre pripady, kedy chceme skimat’ spdsoby, akymi su viaceré premenné (vysvetlujice)
vo vztahu so zavislou premennou, vyuzivame viacndsobnu regresni analyzu (ta nie je ale
predmetom tejto ucebnice).

22 OznaGovanie vramci regresnej analyzy moZe trochu mitice. Ziada sa povedat,
ze vysvetlujica premenna — prediktor, je nezdvislda premennd (aj sa oznacuje ako IV
z anglického independent variable, Ked’Ze vSak nie vZzdy ide o ,,pravii“ nezavislu premenné
v zmysle definicie experimentalneho dizajnu, uprednostiiuje sa oznacenie prediktor, alebo
vysvetl'ujica premenna.
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premenntl). No namiesto pomyselnej ¢iary (ako pri korela¢nej analyze), spravime—
samozrejme pomocou pocitaového programu—redlnu Ciaru, okolo ktorej sa data
tesne zhlukuju (teda tak tesne, ako sa len da). Ide 0 priamku, ktora je najlepSia mozna
(line of best fit; Foster et al., 2018) anazyvame ju regresna priamka (Miles &
Banyard, 2007). Preto hovorime o linearnej regresnej analyze. Vzdialenost’ kazdého
bodu (daju) od tejto priamky nazyvame chyba (v zmysle odchylky) alebo reziduum
(residuals).

Ked uz tato ¢iaru mame, vieme podla jej sklonu (0zna¢ujeme ho b; ¢im je b
vysSie, tym je priamka strmsSia) povedat’ o kolko jednotiek (najcastejSie bodov)
sa zmeni zavisla premenna, ak sa vysvetl'ujica premennd zmeni napriklad o +1 bod.

Rovnica regresnej priamky je vyjadrena nasledovne:
Y =c+bxX
kde:

Y — hodnota zavislej premennej

¢ —regresna konstanta, hodnota, pri ktorej sa regresna priamka dotyka osy Y, resp.
je to predpokladana hodnota premennej Y v momente, kedy je hodnota
premennej X =0

b — regresny koeficient, urCuje sklon regresnej priamky

X —hodnota vysvetl'ujucej premennej —jej hodnotu vyuzivame na odhad hodnoty
zavislej premennej

Pri reportovani vysledkov vo vzorci namiesto X a Y pouzite nazvy premennych,
napriklad

skore na skuske = 33,4 + (1,8 * pocet hodin studia)

To znamena, Ze pri 10 hodinach stadia je predpokladané skore na skuske
51,4 bodov, pri 5 hodinach $tadia je to 42,4 bodov, pri 15 hodinich by to bolo
60,4 bodov. Ak sa b = 0, tak priamka je rovnobezna s 0sou x ateda vysvetlujica
premenna (X) nemo6ze predpovedat’ hodnotu zavislej premenne;j Y.

Aby sme mohli robit’ validné porovnania zisteni z roznych $tadii, prevadza sa
regresny koeficient b, oznatovany aj ako nesStandardizovany koeficient (ukazujuci
0 kol’ko bodov sa zmeni hodnota zavislej premennej Y ak sa hodnota vysvetl'ujucej
premennej X zmeni o jeden bod), na §tandardizované skére beta f. Standardizované
skore S vypoveda o kolko Standardnych odchylok sa zmeni hodnota zavislej
premennej Y ak sa hodnota vysvetlujucej premennej X zmeni o jednu Standardnu
odchylku.
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10.1 Vypocet linearnej regresnej analyzy

Pri linedrnej regresii overujeme nulova hypotézu, ze neexistuje signifikantna
predikcia zavislej premennej na zaklade vysvetlujucej premennej, prediktora.
Korela¢nou analyzou sme zistili stredne silny pozitivny vztah (r = 0,334; p < 0,001)
medzi vedeckym myslenim a kognitivnou reflexiou. Ked’ze kognitivna reflexia ako
sucast’ analytického myslenia mé potencial predikovat’ uroveii vedeckého myslenia,
tak v nasom hypotetickom vyskume predpokladame, Zze kognitivna reflexia bude
predikovat’ uroven vedeckého myslenia. V programe JASP si vramci balika
Regression zvolime moznost’ Linear Regression. Do okna Dependent variable
presunieme zavisli premennud, teda tu, ktori chceme vysvetlit (VM, vedecké
myslenie), ado okna Covariates presunieme vysvetlujicu premenna (prediktor;
CRT_pre, kognitivna reflexia). Nasledne v Casti Statistics zaSkrtneme okrem uz
prednastavenych moznosti aj moznost Descriptives, aby sme mali prehl'ad
0 zakladnych parametroch sledovanych premennych (Obrazok 34).
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Obrazok 35 Linedrna regresna analyza
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Vo vysledkoch vidime niekol’ko tabuliek. Najskor sa pozrieme na tabul’ku Model
Summary, kde si v§imame riadok Mi: hodnotu R — korelaciu medzi premennymi
(0,334 v nasom priklade), d’alej si v§imame R? teda velkost efektu (0,112). Toto st
hodnoty, ktoré ziskame aj klasickou korelacnou analyzou.

V tabul’ke ANOVA je dolezity tidaj hodnota F a jej signifikancia p. V nasom
pripade F = 39,433 ap < 0,001. To znamena, ze model je Statisticky vyznamny,
ze kognitivna reflexia predikuje vedecké myslenie so Statistickou vyznamnostou.

A nakoniec, v tabulke Coefficients identifikujeme tidaje do regresnej rovnice.
Pre pripomenutie:

Y =c+bxX

Y — hodnota zavislej premennej

¢ — regresna konstanta (v tabulke vysledkov najdete v stipci unstandardized
a v riadku intercept)

b — regresny koeficient (v tabulke vysledkov najdete v stipci unstandardized
a v riadku s ndzvom vysvetl'ujucej premennej),

X — hodnota vysvetl'ujiice premennej

Takze, ak v nasom priklade chceme odhadnut, ako sa bude vyvijat hodnota
vedeckého myslenia (Y) pri zmenach v premennej kognitivna reflexia (X), aplikujeme
hodnoty z poslednej tabulky do vzorca, pricom za X dosadime hodnotu kognitivnej
reflexie, pre ktori chceme odhadnut’ hodnotu vedeckého myslenia. Ak vieme, Ze test
kognitivnej reflexie méze dosahovat’ hodnoty od 0 po 6, tak mo6Zeme zadat’ do vzorca
napr. hodnotu 3 a potom maximalnu hodnotu 6:

Pri skore 3 v kognitivnej reflexii by skore vedeckého myslenia malo byt
na arovni 1,306.

Y =0,583+0,241 % 3 =1,306

a pri maximalnom skore 6 v kognitivnej reflexii by skore vedeckého myslenia
malo byt na trovni 2,029.

Y =0,583 +0,241* 6 = 2,029

Pri reportovani vysledkov uvadzame hodnoty F-testu (F), hodnotu signifikancie
(p) a hodnotu koeficientu determinacie R? v podobe (F(obe hodnoty df) = hodnota
F-testu, p = hodnota signifikancie, R? = hodnota koeficientu determinacie). Idealne
uvadzame aj regresnll rovnicu a regresny koeficient.
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Priklad:

Linearna regregresia odhalila, Ze uroven kognitivnej reflexie signifikantne
predikuje troven vedeckého myslenia (F(1,314) = 39,433, p < 0,001, R? = 0,112)
podl'a nasledovnej regresnej rovnice

vedecké myslenie = 0,583 + 0,241 . kognitivna reflexia

Vysledky regresnej analyzy sa uvadzaji v tabulkovej podobe nasledovne
(Tabul’ka 6).

Tabulka 6 Linedrna regresia pre vedecké myslenie ako prediktor kognitivnej

reflexie
B SE B t p
(Constant) 0,583 0,021 27,037 < 0,001
vedecké myslenie 0,241 0,038 0,334 6,280 < 0,001

F(1,314) = 39,433, p < 0,001, R?=0,112
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11 Testovanie pomocou chi-kvadratu

V zaverecnej kapitole si predstavime test, ktory slizi na to, aby sme porozumeli
frekvenénému rozdeleniu jednej nominalnej premennej alebo aby sme preskiimali
vztah medzi dvoma nominalnymi premennymi. Ide o chi-kvadrat test ().
Chi-kvadrat je test, ktory sa mé pouzit, ked hl'adame suvislost, asociéciu, resp.
rozdiely vo frekvenciach nominalnych premennych.

Pripomenme si, Ze nominalna Grovein merania premennych je Specificka tym,
Ze Udaje na tejto Urovni moézeme opisat’ iba ich ndzvom, zaradenim do kategorie,
napriklad muzi — Zeny, alebo trieda 1.A, 1.B, 1.C. Pri tychto premennych nevieme
vypocitat’ priemer, Standardni odchylku, nevieme uréit’ poradie, vieme maximalne
urc¢it’ frekvenciu, teda kol'ko jednotiek (I'udi) sa nachadza v tej-ktorej kategérii. Tym
padom pri nich nevieme vyuzit vacsinu Statistickych analyz. Niekedy vSak nas
vyskumny problém vyzaduje, aby sme analyzovali aj nomindlne premenné.

Predstavte si, Ze mate vzorku 100 ziakov aich rozdelenie v triedach je
nasledovné (Tabul’ka 7):

Tabul’ka 7 Rozdelenie ziakov v triedach

1A 1.B 1.C spolu
pocet Ziakov 24 37 39 100

Toto je redlne rozloZenie Ziakov — V jazyku Statistiky hovorime o pozorovanej
frekvencii. Ked’ by sme chceeli overit, ako vel'mi sa toto rozdelenie ziakov 1isi od toho,
aké by malo byt (predpokladané rozlozenie), potom vyuzijeme chi-kvadrat test.
Otazka v prvom kroku je, ako zistime, aké by malo byt optimalne rozlozenie?
Statisticky predpoklad o ndhodnom rozdeleni nam vedie k o¢akavaniu, ze v triedach
by mal byt rovnaky pocet ziakov. Ak mame iba jednu premennu, je jednoduché
vypocitat’ toto optimalne rozlozenie: celkovy pocet ziakov vydelime poétom tried; vo
vSeobecnosti sa vyuZiva vzorec

E=—
C

kde E je ocakavany pocet (expected value), N je celkovy pocet jednotiek (Iudi
v nasom pripade), C je pocet kategorii.

97



100
E = =5 = 33,33; teda po 33 ziakov v 2 kategoriach a 34 ziakov v 1 katego6rii

V kontexte hypotéz su ocakdavané frekvencie také frekvencie, ktoré by
sa vyskytli v realite, ak by platila nulova hypotéza. Teda testujeme nulovi hypotézu,
Ze neexistuje ziadna stvislost’ medzi kategorickymi premennymi.

V pripade tried sme mali v priklade 3 kategorie (3 triedy), ale m6ze sa nam stat’,
ze chceme brat’ do tivahy aj d’alSiu premennt, napriklad pohlavie (chlapec — diev¢a).
V tomto momente sa pocet tried zvysi na 3 x 2 = 6 kategorii (Tabulka 8).

TabulPka 8 Rozdelenie ziakov v triedach — dievcéata

1A 1.B 1.C spolu
diev¢ata 11 15 28 54
chlapci 13 22 11 46
spolu 24 37 39 100

Vypocet ocakavanych frekvencii pri dvoch a viac premennych je trosku iny, ako
pri jednej premennej. Hoci intuitivne by niekto mohol vyuzit’ predchadzajuci vzorec

E= 162 = 16,67 (teda po 17 Ziakov v 4 kategoriach a po 16 Ziakov v 2 kategoriach),

nie je to korektny postup. Pri vypocte ocakavanych frekvencii pri viacerych
premennych musime brat’ do tvahy sumarne podetnosti v riadkoch a v stipcoch.
Vypocet vyzera takto:

spolu v riadkux spolu v stipci

ocakavany model = polu
chlapcivl A = (46*24)/100=11
chlapcivlB = (46 *37)/100=17
chlapciv1.C = (46*39)/100=18
dievéatav1. A = (54*24)/100=13
dievéatav1lB = (54*37)/100=20
dievatav1.C = (54*39)/100=21
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Frekven¢na tabul’ka by vyzerala nasledovne (Tabul'ka 8):

Tabulka 9 Rozdelenie Ziakov v triedach

1A 1.B 1.C spolu
dievcata pozorované 11 15 28 54
ocakavané 13 20 21 54
chlapci pozorované 13 22 11 46
ocakavané 11 17 18 46
spolu pozorované 24 37 39 100
ocakavané 24 37 39 100

A teraz prichadza moment, kedy by sme chceli posudit’, nakol’ko je ocakdvané
a pozorované rozlozenie odlisné. Ked’ mame iba jednu premennu (napriklad pohlavie,
alebo triedu), vyuzijeme chi-kvadrat test. V pripade, Ze hl'adame zhodu, asociéciu
medzi dvoma a viacerymi premennymi, z ktorych ma kazda dve alebo viac kategorii,
vyuzijeme chi-kvadrat test nezavislosti.

Podmienkou vypoétu chi-kvadrat testu je, Ze premenné musia byt merané
na nomindlnej urovni aze kazdd premenna by mala obsahovat' dve alebo viac
nezavislych kategoridlnych skupin. Navyse plati, ze chi-kvadrat test je validny iba
vtedy, ak mate primerane velkl vzorku, to znamend, Ze menej ako 20% kategorii
(buniek) nema ocakéavantl pocetnost’ mensiu ako 5 a Ziadna kategoria nema ocakavant
pocetnost’ mensiu ako 1.

11.1 Vypocet chi-kvadrat testu

Chi-kvadrat test testuje, ¢i je alebo nie je frekvencia vzorky v ramci nominélnej
premenne;j Statisticky odli$na od hypotetickej oGakavanej frekvencie. Testujeme teda
nulova hypotézu, ze frekvencie vzorky sa rovnaju oakavanym frekvenciam.

Ak méme iba jednu premennu, chi-kvadrat test vypocitame tak, Ze v ramci sekcie
Frequencies zvolime test Multinomial Test. Do okna Factor presunieme nominalnu
premennu, ktor chceme testovat’ (napriklad pohlavie). V ramci dodato¢nych $tatistik
(Additional Statistics) moézeme zvolit aj moznost’ deskriptivnych S$tatistik
(Descriptives), aby sme videli, aké st oc¢akavané hodnoty v ramci sledovanych
kategorii (Obrazok 35).
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Obrazok 36 Chi-kvadrat test

V deskriptivnej tabulke vidime pozorované pocetnosti (Observed) a o¢akavané
pocetnosti (Expected: Multinomial). V nasom priklade je vo vzorke 143 muzov a 173
Zien, o¢akavany podet muzov je 158, rovnako aj odakavany pocet zien 158. Ci je tento
rozdiel medzi pozorovanymi a ofakavanymi pocetnostami vyznamny alebo nie si
pozrieme v prvej tabul’ke (Multinomial Test). Hodnota chi-kvadrét testu je y* = 2.848,
a tento vysledok je nevyznamny, pretoze p = 0,091.

Pri reportovani vysledkov chi-kvadrat testu uvadzame hodnoty chi (¥?), stupne
vol'nosti (df) a hodnotu signifikancie (p).

Priklad:

Chi-kvadrat test nepreukazal signifikantny rozdiel medzi pozorovanou

frekvenciou muzov azien vo vyberovom stbore v porovnani s ocakavanou
frekvenciou (% = 2.848; p = 0,091).

11.1.1 Chi-kvadrat test dobrej zhody

V niektorych pripadoch sa mézeme ocitnit’ v situacii, kedy chceme porovnat
nejaké vopred zndme rozloZenie s nami nameranym rozlozenim. Napriklad by sme
vedeli, ze v oblasti, kde sme zbierali data, je vac¢si podiel dievéat ako chlapcov
v pomere 69 ku 31, a chceme porovnat’ nase rozlozenie dat s uvedenym pomerom.
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Vyuzijeme chi-kvadrat dobrej zhody (goodness-of-fit test) a to tak, Ze zvolime ten isty
postup ako v pri vypocte chi-kvadrat testu pre jednu premennt, iba sekcii Test Values
zvolime moznost’ Expected proportions (x*test). Objavi sa tabulka v ramci ktorej
zaddme hodnoty, ktoré pozname. Ak plati, Ze v nami sledovanej oblasti je 69% dievcat
a vieme, zZe naSa vzorka ma 316 participantov, tak vieme, Ze mame ocakavat’ 218
dievcat a 98 chlapcov. Tieto hodnoty uvedieme do tabul’ky a pozrieme sa na vysledky
(Obrazok 36).
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Obrazok 37 Chi-kvadrat test dobrej zhody

Confidence interval

Vidime, Ze hodnota chi-kvadrat testu je y* = 29.952, atento vysledok je
signifikantny pretoze p < 0,001. Pri reportovani vysledkov chi-kvadrat testu
uvadzame hodnoty chi (y?), stupne volnosti (df) a hodnotu signifikancie (p).

Priklad:

Chi-kvadrat test preukazal signifikantny rozdiel medzi pozorovanou frekvenciou
muzov azien vo vyberovom subore v porovnani s ocakavanou frekvenciou
opierajlicou sa o pomer muzov a zien v populacii (¥* = 29.952; p < 0,001).
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11.1.2 Chi-kvadrat test nezavislosti

Chi-kvadrat test vieme vyuzit’ aj v situdciach, ked’ mame viacero nominalnych
premennych, ktoré zarad’uju nasich participantov do kategorii — napriklad ako sme si
ukazali v Tabulkach 7 — 9, kedy sme participantov kategorizovali podla triedy
apohlavia. Ked chceme porovnavat ocakavané pocetnosti s nameranymi
pocetnostami v pripade, Ze s0 participanti kategorizovani podla viacerych
premennych vyuzivame chi-kvadrat test nezavislosti.

Pre vypocet tohto typu chi-kvadrat testu, ked’ mame viac premennych, si v sekcii
Frequencies zvolime Contingency Tables (Obrazok 37). Do okna Rows (riadky)
presunieme premennt, ktora chceme mat’ v riadkoch a do okna Columns (stipce) zas
ta, ktort chceme mat’ v stipcoch. V nasom priklade do riadkov vloZime premenniti
pohlavie a do stipcov premennu trieda. V sekcii Statistics je predvolena moznost’ 52
na vypocet chi-kvadrat testu®®. V Sekcii Cells zvolime aj moznost’ Expected, ¢im sa
Vv tabul’ke zobrazia ocakavané hodnoty pre kazdi bunku (kombinaciu premennych)
a zvolime aj percenta (Percentage) pre riadky (Row) a stipce (Column).

Pre overenie velkosti efektu sa pri chi-kvadrat teste vyuziva Cramerovo V —
miera relativnej sily asocidcie medzi dvoma premennymi. Cramerovo V vypocitame
zvolenim moznosti Phi and Cramer’s V' v sekcii Statistics v ¢asti Nominal. Koeficient
sa pohybuje od 0 (ziadna asociacia) do 1 (dokonala asociacia), pri¢om:

- Cramerovo V priblizne do 0,2 — slaba asociacia
- Cramerovo V priblizne od 0,2 do 0,6 — stredne silna asociacia
- Cramerovo V priblizne nad 0,6 — silna asociacia

Vo vysledkovej ¢asti najskor pozrieme na tabulku Contingency Tables, v ktorej
vidime pocetnosti a percenta (pre riadky a stipce) vramci jednotlivych buniek,
kombinacii premennych. Napriklad, vidime, Ze v 3.A je 53 chlapcov (riadok Count)
a oakavana pocetnost’ je aj po zaokruhleni 53 chlapcov. Vidime aj, ze v3.Aav 3.C
je viac dievcat ako chlapcov. Otazka je, ¢i je spojitost medzi pohlavim a triedou
vyznamna. Na to si pozrieme tabul’ku Chi-Squared Tests, v ktorej vidime, Ze hodnota
%*= 1,390 a hodnota p = 0,499 (Cramerovo V je na urovni 0,066, teda takmer Ziadna
asociacia). Spojitost’ medzi sledovanymi premennymi nie je Statisticky vyznamna.

23 Ak sa stane, ze by minimalne v jednej bunke bola po&etnost’ nizsia ako 5, potom na vypodet
chi-kvadrat testu zvolime v sekcii Statistics moZnosti x> continuity correction. A ak méme
celkovo malu vzorku (menej ako 30), potom zvolime Vovk-Sellke maximu p-ratio.
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Obrazok 38 Chi-kvadrat test nezavislosti

Pri reportovani vysledkov chi-kvadrét testu uvadzame hodnoty chi (x°), stupne
volnosti (df), hodnotu signifikancie (p), hodnota Cramerovho V.

Priklad:

Chi-kvadrat test nepreukazal signifikantny rozdiel medzi pozorovanou
frekvenciou muzov azien v jednotlivych triedach V porovnani s ocakavanou
frekvenciou (% = 1.390; p = 0,499; V = 0,066).
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12 Prehl’ad analyz

Dostali ste sa na zaver ucebnice. V tejto chvili by ste mali ovladat’ zakladné
Statistické analyzy, U ktorych je vysoka pravdepodobnost’, Ze ich vyuzijete na zaciatku
svojej vedeckej drahy, alebo prinajmenSom pri vypracovavani svojej zaverecnej

prace.

Pre ulahcenie rozhodovania, ktory test je vhodné pre aké data pouzit’, prikladdm
na zaver Tabul'ku 10. V Tabulke 11 najdete prehl'ad jednotlivych koeficientov a ich
interpretacii, ku ktorym sa dopracujete prostrednictvom Statistickych analyz
uvedenych v tejto ucebnici a v Tabul’ke 12 je prehlad mier efektov a ich vzajomné

porovnanie.

Dufam, ze vam predlozena ucebnica poskytla ndhl'ad do zakladov Statistickych
analyz, Ze ste sa zbavili strachu zo Statistiky a Ze mozno niektori z vas objavili jej ¢aro

a uzitoCnost’ (nielen pre vedu a vyskum).

Tabul’ka 10 Prehl'ad analyz

skiamanie vzt’ahov

nomindlna Groven merania chi-kvadrat test
ordinalna iroveil merania Spearmanova korelacna analyza
kardinalna Giroven merania Pearsonova korelacnd analyza

skumanie rozdielov

nezavislé parametrické t-test pre 2 nezavislé vybery
2 skupiny / skupiny neparametrické Mann-Whitneyho U-test
merania L ) parametrické t-test pre 2 zavislé vybery
zéavislé skupiny L .
neparametrické Wilcoxonov test
3aviac skupin/ 1 zavisla parametrické ANOVA pre jeden faktor
merani premenna neparametrické Kruskal-Wallisov test
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TabuPka 11Prehl'ad koeficientov a ich interpretacia

nazov koeficientu skratka mozny interpretacia
rozsah?
R . <0,05 signifikantny vysledok
signifikancia P >0,05 nesignifikantny vysledok
<0,1(-0,1) ziadny vztah
. . 0,1(-0,2) slaby vzt'ah
korelacnj koeficient ' 0,3 (-0,3) streg,ne silny vzt'ah
0,5 (-0,5) silny vzt'ah
vnutorna o, @ <0,7 slaba vnlitorna konzistencia
konzistencia KR20, KR21 >0,7 dobra vnatorna konzistencia
0,2-0,5 maly efekt
velkost’ efektu Cohenovo d 0,5-0,8 stredny efekt
nad 0,8 velky efekt
>0,01 maly efekt
R2 0,09-0,25 stredny efekt
> 0,25 velky efekt
<0,1 ziadny efekt
Rank-Biserial 0,1 slaby efekt
Correlation 0,3 stredne silny efekt
0,5 silny efekt
0,01 maly efekt
i 0,06 stredny efekt
0,14 velky efekt
<0,2 slaba asociacia
Cramerovo V 0,2-0,6 stredne silna asociacia
> 0,06 silna asociacia

24 Hranice jednotlivych koeficientov st skor orientaéné, v literatire sa mdZete stretnat aj

s inymi hodnotami.



Tabul’ka 12 NajcastejSie miery efektu — porovnanie

Cohenovo d kor?l‘flény koeficient
koeficient r determinacie R?
Velky efekt 2,0 0,707 0,500
1,9 0,689 0,474
1,8 0,669 0,448
1,7 0,648 0,419
1,6 0,625 0,390
15 0,600 0,360
1,4 0,573 0,329
1,3 0,545 0,297
1,2 0,514 0,265
11 0,482 0,232
1,0 0,447 0,200
0,9 0,410 0,168
Stredny efekt 0,8 0,371 0,138
0,7 0,330 0,109
0,6 0,287 0,083
Maly efekt 0,5 0,243 0,059
0,4 0,196 0,038
0,3 0,148 0,022
0,2 0,100 0,010
iiadny efekt 0,1 0,050 0,002
0,0 0,000 0,000
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